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Ilgi Siralamalarimin Artirnmh Olarak Gelistirilmesi: Pennant Erisimle
Desteklenen Yeni Bir Yontem Onerisi*

Incremental Refinement of Relevance Rankings: Introducing a New Method
Supported with Pennant Retrieval
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Amag: Ilgi siralamasi algoritmalar: erisilen belgeleri arama sorgulariyla belgeler arasindaki
konusal benzerlik (ilgi) derecelerine gore siwralar. Bu ¢alismanin amaci,; bir olasiliksal konu
modelleme algoritmasi ile atif verilerinin birlesiminden olusan yeni bir ilgi siralamasi yontemi
gelistirmektir.

Veri Kaynaklari ve Yontem: Gelistirdigimiz yontemi yaklasik 435 bin fizik makalesinden
olusan iSearch derlemi iizerinde uyguladik. Once 65 sorgu icin derlemdeki tiim makalelerin
basliklar: ve ozetleri tizerinde konu modelleme algoritmasin ¢alistirarak ilgi siralamalarin
elde ettik. Daha sonra atif bilgilerini mevcut ilgi siralamalarini tiimlestirmek ve daha da
gelistirmek i¢in kullandik. Boylece hem aranan konunun farkli yonlerini kapsayan hem de
konuyla marjinal ilgili olan makalelerden olusan daha iyi ilgi siralamalar: elde ettik.
Onerdigimiz yontemin erisim performansini degerlendirdik.

Bulgular: Bulgular konu modelleme algoritmast ile elde edilen ilgi siwralamalarinda
makalelerin basliklarinda ve ozetlerinde gecen bazi terimlerin bazen goz ardi edilebildigini
gostermektedir. Ama bu swralamalar atif verileriyle desteklendiginde, kullanilan terimlerin
baglamlar: hakkinda ek bilgiler elde edilmekte ve sonucta ilgi diizeyleri daha yiiksek ve ¢esitli
makaleler iceren daha zenginlestirilmis ilgi siralamalart olusturulmaktadir. Dahasi, erigim
¢iktilart arastirmacilarin onceliklerine gore kolayca yeniden siralanabilmektedir.

Sonug¢: Onerdigimiz yontemde pennant erisim tekniklerini kullanarak mevcut ilgi siralamas:
algoritmalarimin artirimh olarak iyilestirilmesi iizerinde odaklandik. Bu yontemin hesaplama
viikii, saglamlik, tekrarlanabilirlik ve ol¢eklenebilirlik agilarindan dinamik derlemler iizerinde
sinandiktan sonra zamanla TR-Dizin, Web of Science ve Scopus gibi hem yerel hem de
uluslararast bilgi sistemlerinde de kullanilabilecegi kanisindayiz.
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Ozgiinlitk: Bu arastirmada yeni bir ilgi siwralamasi yontemi onerilmektedir. Bildigimiz
kadariyla bu ¢alisma, LDA konu modelleme algoritmast ile elde edilen ilgi siralamalarinin atif
verileriyle artirimli olarak gelistirilebilecegini gosteren ilk ¢alismadir.

Anahtar Sozciikler: Ilgi siralamalari; olasiliksal konu modellemesi; Gizli Dirichlet Ayirimi
(LDA) algoritmasi; pennant erigim; Maksimum Marjinal Ilgi (MMR).

Abstract

Purpose: Relevance ranking algorithms rank retrieved documents based on the degrees of
topical similarity (relevance) between search queries and documents. This paper aims to
introduce a new relevance ranking method combining a probabilistic topic modeling algorithm
with citation data.

Data and Method: We applied this method to the iSearch corpus of c. 435,000 physics papers.
We first ran the topic modeling algorithm on titles and summaries of all papers for 65 search
queries and obtained the relevance ranking lists. We then used citation data with the existing
relevance rankings, thereby incrementally refining the results. The outcome produced better
relevance rankings with papers covering various aspects of the topic searched as well as the
more marginal ones. Finally, we evaluated the retrieval performance of the proposed method.

Findings: Findings suggest that the topic modeling algorithm might sometimes overlook the
terms used in different contexts in the papers. However, the fusion of citation data to relevance
ranking lists provides additional contextual information, thereby enriching the results further
with various papers of higher relevance. Moreover, results can easily be re-ranked.

Implications: We argue that once it is tested on dynamic corpora for computational load,
robustness, replicability, and scalability, the proposed method can, in time, be used in both
local and international information systems such as TR-Dizin, Web of Science, and Scopus.

Originality: The proposed method is, as far as we know, the first one that shows that relevance
rankings produced with a topic modeling algorithm can be incrementally refined using citation
data.

Keywords: Relevance rankings, probabilistic topic modeling; the Latent Dirichlet Allocation
(LDA) algorithm; pennant retrieval; Maximal Marginal Relevance (MMR).

Giris

Bilgi erisim kullanicinin bilgi ihtiyacin1 tanimladigi sorgu terimleri ile belgelerde gegen
terimlerin eslestirilmesine dayanir. Fakat bu siiregte belge ve sorgu temsilinde ayni1 kavramin
farkli bicimlerde temsil edilebilme olasiligindan kaynaklanan bazi belirsizlikler s6z konusudur
(Ganguly ve Jones, 2018). Temsil i¢in belirlenen terimler 6znel oldugu i¢in kisiye, zamana ve
duruma gore degisebilir (Swanson, 1986a). Bilgi erisimin mantiksal organizasyonundan
kaynaklanan bu erisim problemlerine karsin erisim ¢iktisindaki belgeler kullanicinin mevcut
bilgisi ve tercihleri ile uyumluysa ve isleme g¢abasina (processing effort) degmisse “ilgili”
(relevant) olarak degerlendirilmektedir (Saracevic, 2021; Wilson ve Sperber, 2002). Belgenin
konusu, ilgisi, bilgi ihtiyacinin ne oldugu gibi hususlar 6znel oldugu i¢in sistemdeki tiim ilgili
ve sadece ilgili belgelere erisim saglayacak ideal bilgi sistemi tasarlamak genellikle miimkiin
degildir (Mizzaro, 1997; Wilson, 1978). Bu noktada ilgi siralamalar (relevance rankings)
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kullanici tatmini agisindan 6nemli rol oynamaktadir (Lei ve digerleri, 2001). Ciinkii kullanicilar
genellikle birkag ilgili belgeye fazla ¢aba harcamadan eristiklerinde tatmin olmaktadirlar
(Tonta, 1995, s. 302).

Iyi bir bilgi erisim sisteminin kullanicinin sorgusuna gore koleksiyondaki hangi
belgelerin daha ilgili oldugunu 6ngérmesi ve bu belgeleri olasilik siralama ilkesine (probability
ranking principle) gore siralamasi beklenir (Robertson, 1977). Fakat bazen siralamada birbirine
cok benzeyen kaynaklar yerine (ya da onlara ek olarak) sorgulanan konunun cesitli yonlerini
ele alan kaynaklara ihtiya¢ duyulur. Bu bakimdan 6zellikle literatiir taramas1 gibi konunun tiim
yoOnlerinin aragtirildigi sorgular i¢in erisilen kaynaklarin ¢esitliligi de 6nemlidir (Kucuktunc ve
Ferhatosmanoglu, 2011, s. 481).

flgi siralamalarinin  olusturulmasinda kullanilan y&ntemlerden birisi de konu
modellemesidir (topic modeling). Konu modelleme algoritmalart herhangi bir terim i¢in benzer
ya da es anlamli terimlerin de gectigi belgeleri listeler. Ornegin, olasiliksal konu modelleme
yaklasimlarindan birisi olan LDA (Latent Dirichlet Allocation — Gizli Dirichlet Ayirimi)
algoritmas1 bilgi erisim sistemlerinde sorgu-belge, konu-belge, konu-sorgu ve belge-belge
benzerliklerinin hesaplanmasina ve dolayisiyla ilgi siralamalar1 olusturulmasina olanak
saglamaktadir (Blei ve digerleri, 2003; Li ve McCallum, 2006).

Ilgi siralamasi olusturma problemi ¢ogunlukla belge ve sorgu arasinda eslesme (token
matching) problemine indirgenmektedir. Nitekim LDA algoritmasinda da bu problem belge-
belge ve sorgu-belge benzerligi olarak tanimlanmaktadir. Oysaki ilgi siralamalar1 agisindan
sorgularda ve belgelerde gecen terimler arasindaki anlamsal (semantic) benzerlikler de
onemlidir. Basaril1 bir ilgi siralamasi olusturmak i¢in sorguyla belgeler arasinda eslesme olmast
gerektigi gibi sorgu teriminin Onemi, belgelerin tematik baglamlar1t ve bu baglamlar
kullanilarak ilgi olasiliklarinin tahmin edilmesi de gerekmektedir (Guo ve digerleri, 2016; Wu
ve digerleri, 2007).

Atf dizinlerinde ise belgelerin baglami1 ve ilgisi hakkinda bibliyometrik bilgiler
mevcuttur (Carevic ve Schaer, 2014). Ornegin, atif yapan ve atif yapilan yaymn arasinda bir
anlamsal iligki olabilecegi fikrinden hareketle gelistirilen ortak atif analizi ile konusal ilgi
Oriintlileri ortaya cikarilabilmektedir (Han, 2020; Knoth ve digerleri, 2017; Kiigiiktung ve
digerleri, 2015; White, 2010). Bu sayede, atiflardan iz siirerek sisteme sunulan bir bilimsel
yayina (¢ekirdek makale) benzer diger yayinlar saptanabilmektedir. Bu tarz bibliyometri
destekli (bibliometric-enhanced, bibliometrics-aided) uygulamalarda bilgi erisim performansi
ciddi diizeyde artmaktadir (Mayr ve Mutschke, 2013). Benzeri bir bi¢cimde, farkli alanlar
arasindaki dolayli ama Onemli baglantilarin ortaya c¢ikarilmasi i¢in bibliyometrik veriler
kullanilarak literatiir tabanli kesif (literature-based discovery) (Swanson, 1986b) ve Oriintii
tabanli iliski ¢ikarma (pattern-based relationship extraction) ¢alismalar1 gerceklestirilmektedir
(Yang ve digerleri, 2017).

Kelime tabanli konu modelleme yaklagimi (6rnegin, LDA) ve atif tabanli yaklasim ayr1
ayr1 degerlendirildiginde ikisinin de bazi eksik yanlarimin oldugu bilinmektedir. Ornegin,
kelime tabanli yaklagimlar, farkli alanlardaki 6zdes kavramlarin degisik kullanimlarinin neden
oldugu karigikliktan etkilenmektedir (bazen “yapay O0grenme” ile “makine 6grenmesi” es
anlaml1 olarak kullanilmaktadir). Ote yandan, iki farkli kavram farkli alanlarda ayni adla
anilabilir (Zarrinkalam ve Kahani, 2012). Bu durum ilgili yayinlarin géz ardi edilmesine ya da
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listede ilgisiz yayinlarin yer almasina yol agabilir (Kii¢liktung ve digerleri, 2015, s. 2). Atif
tabanli yaklagimlar tematik baglam yakalamada basarili olsa da, bir ¢aligmanin atif almasi i¢in
belli bir zaman ge¢cmesi gerekmektedir (Ke ve digerleri, 2015). Atif tabanli yaklasimlarda
genellikle bir ¢ekirdek makaleye ihtiya¢ vardir. LDA algoritmasinin atiflarla desteklendigi
uygulamalarda LDA’nin performansi artmakta, onemli ve etkili caligmalara erisim
saglanmaktadir (Guo ve digerleri, 2013; Huang ve digerleri, 2016; Huang ve digerleri, 2018;
Li ve digerleri, 2017; Nguyen ve Do, 2018; Wang ve digerleri, 2013; Xia ve digerleri, 2012;
Zhou ve digerleri, 2017; Zou ve digerleri, 2021).

Konularla atiflar arasindaki iligki genel olarak kabul edilenden daha belirsizdir
(Ballester ve Penner, 2022). Ama farkli erisim algoritmalarinin farkli ilgili belgelere eristikleri
de bilinmektedir (Croft, 2002). Konu modellemesi ve atiflara dayanan algoritmalarin ilgi
siralamalarinin tyilestirilmesi i¢in birlikte kullanildigi bir ¢alisma bildigimiz kadariyla
literatlirde heniiz bulunmamaktadir.

Bu c¢alismanin temel amaci, s6z konusu iki yaklagimi bir arada kullanarak ilgi ve
cesitlilik (interdisiplinerlik) orami yliksek, sorgudaki terimlerin ya da yoOntemin farkh
uygulamalarmin gozlenebildigi, marjinal! ve sorguyla ilgili kaynaklar1 igeren ilgi siralamalar
olusturmaktir. Calismanin temel arastirma sorusu ise “LDA konu modelleme algoritmasi
uygulanarak elde edilen ilgi siralamalar ilgi kuramu, bilgi erisim ve bibliyometriye dayanarak
gelistirilen ve atif verilerini kullanan pennant erisim yontemiyle desteklenerek ilgi ve cesitlilik
oranlar artirilmis ilgi siralamalar1 gelistirilebilir mi?” seklinde formiile edilmistir (Akbulut ve
digerleri, 2020; White, 2007a, 2007b, 2009). Bu amagla 2009 yilina kadar arXiv’e eklenen tiim
fizik konulu makaleleri igeren iSearch derlemi iizerinde bir uygulama yapilmistir. Bulgular,
Onerilen yontemle cesitlilik ve ilgi oranlar1 daha yiiksek ve kullanicilarin ihtiyaglarina gore
kisisellestirilebilen ilgi siralamalari elde edilebilecegini gostermektedir.

Literatiir Degerlendirmesi

Yaym sayilarinin hizla artmasi aragtirmacilarin ilgili kaynaklara erismelerini giderek
zorlastirmaktadir (Bornmann ve digerleri, 2021). 1950’lerin basindan beri ilgi ve dolayisiyla
ilgi siralamalar1 bilgi erisim sistemlerinin tasarimi, optimizasyonu ve degerlendirilmesinde
odak noktas1 olmustur (Saracevic, 2021; Verma ve digerleri, 2016). Ilgi siralamalar1 6zelinde
konusal ilginin (topical relevance) temeli kullanici sorgusu ve dizin terimleri arasindaki tam
cakigsma ya da benzerlik oranina dayanmaktadir (Carevic ve Schaer, 2014; White, 2007b). Diger
bir deyisle, kullanicilar i¢in en az ¢aba gerektiren ve en kolay ¢ikarimlar terim eslesmesine
dayananlardir. Oysaki ilgi siralamalarinda yenilik, popiilerlik, cesitlilik gibi farkli 6zellikler de
Oonemlidir.

Sorgu terimleri ve erisim c¢iktilarinda tam eslesme durumu olmadiginda belgeleri
islemek daha zordur. Ciinkii ¢akigsma oranlar1 yiiksek olmasa bile sorgu ve belgeler arasinda
konusal ilgi olabilir (Akbulut, 2016, s. 9). Bunun i¢in belgelerin tam metinleri {izerinde dogal
dil isleme yontemleri kullanilarak ilgi belirlenmektedir (6rnegin, Chen ve Décary, 2018;
Cambria ve White, 2014). Olasiliksal konu modelleme yontemi ile belgelerin konularini ve bu
konularin hangi oranda hangi terimleri potansiyel olarak icerebilecegini ortaya ¢ikarmak ve

! “Marjinal” kelimesi “aykir1”, “smirda”, “ucta”, “sira disr” anlamina gelmektedir. Bu kelime bu arastirmada
konuyla ya da sorguyla ilgili olan ama, drnegin, anahtar kelime eslesmesi yoluyla kolayca erisilemeyen
kaynaklar anlaminda kullanilmaktadir.
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gizli tematik bilgileri belirlemek miimkiindiir (Boyd-Graber ve Blei, 2010). Konu modellemede
belgeler, her konunun kelimelerin dagilimina gore karakterize edildigi gizli (latent) konular
lizerine rastgele karisimlar olarak temsil edilir (Blei ve digerleri, 2003, s. 996). Bu baglamda
konu modelleme amaciyla kullanilan en popiiler algoritmalardan biri LDA’dir. Bu algoritmada,
ilgiyi belirleyebilmek icin derlemde yer alan belgeler hem belli bir belgede gecen terimlerin
hem de farkli belgelerde gecen terimlerin birlikte gecis sikliklart agisindan incelenir. Boylece
her belgenin bir veya birden fazla konuya ait olabilecegi sonucunu veren model olusturulur ve
her belge icin saptanan konularin olasilik dagilimi bulunur (Blei ve digerleri, 2003; Chang ve
digerleri, 2009).

Ancak LDA algoritmasinin bazi dezavantajlar1 bulunmaktadir. LDA ile tutarli konular
olusturmak ve giivenilir istatistikler saglamak i¢in biiylik miktarda veriye ihtiya¢ duyulmaktadir
(Chen ve Liu, 2014, s. 1116; Leydesdorff ve Nerghes, 2017; Xie ve digerleri, 2019; Nguyen ve
Do, 2018). Diger yandan biiyiik derlemlerde konu sayisi artmakta ve tutarlilik sorunlar
olugmaktadir (Hecking ve Leydesdorff, 2018). Bunun disinda terim diizeyinde hesaplama s6z
konusu oldugu i¢in biiyiik derlem, ¢oklu dil, tam metin gibi durumlarda matris boyutu ve
dolayistyla hesaplama siiresi ciddi oranda artmaktadir. Ayrica LDA algoritmasi kelime torbasi
(bag of words) yaklasimina dayal1 oldugu i¢in kelimelerin sadece belge icerisindeki konumlari
dikkate alinmaktadir (Chang ve digerleri, 2009; Ekinci ve Ilhan Omurca, 2020). Dolayisiyla
modelde terimlerle ilgili anlamsal bilgi ya da baglam bilgisi yer almamaktadir.

Ote yandan kelime tabanli yontemler ile ortaya cikarilamayan belgeler arasindaki
anlamsal iliskiler kaynakca benzerligi ya da atiflar yoluyla agiga ¢ikarilabilir. Aragtirmacilar
atif yaparak hem s6z konusu ¢alismalarinin entellektiiel ve bilissel katkisini kayit altina almis
hem de yazarlarina kredi vermis olurlar (Tonta ve Akbulut, 2021, s. 391). Bu siirecte farkl
alanlardaki arastirmalar ile kurulan baglantilar makalelerin kavramsal ve anlamsal icerikleri ve
baglam ile ilgili ipuclart barindirmaktadir. Atif bilgilerinin algoritmalara dahil edildigi
durumlarda bilgi erisim performansi 6nemli 6l¢giide (%25) artmaktadir (Pao, 1993, s. 104). Atif
bilgileri hem erigim sonuglarini siralamak i¢in hem de oneri sistemlerinde (recommendation
systems) kullanilmaktadir (Beel ve Gipp, 2009; Beel ve digerleri, 2016).

Arama yapilan makaleye benzer makaleler arastirmacilara sunulurken cogunlukla
makalelerin kaynakca benzerliginden faydalanilmaktadir (Kessler, 1963; Carevic ve Mayr,
2014; Vergoulis ve digerleri, 2019). Atif dizinleri baglaminda, temel diizeyde de olsa atif
bilgileri ilgi siralamasi olusturmak amaciyla kullanilmaktadir (Belter, 2017). Ornegin, Web of
Science’in (WoS) ilgili kayitlar (related records) 6zelligi makalelerin kaynakgalar1 arasindaki
ortiismeye (bibliographic coupling) dayanmaktadir. ilgili kayitlar siralanirken, kaynakgasi en
cok ortiisen ¢alismadan en az ortlisene dogru listelenmektedir. Bunun yani sira ortak atiflar da
ilgi siralamalarinda kullanilmaktadir (Beel ve Gipp, 2009; Zarrinkalam ve Kahani, 2012). Iki
farkli makale arasindaki konusal ve anlamsal benzerligin bir diger gostergesi de her iki
makalenin kaynakgalarinda ayni kaynaklara ya da yazarlara ortak atif yapilmasidir (White ve
McCain, 1998). Bazen kaynakg¢a benzerligiyle ortak atiflar birlikte kullanilmaktadir (Bichteler
ve Eaton, 1980).

Ister kelime tabanli yaklasimlar isterse kaynakea ve ortak atif verileri kullanilsin, 6znel
bir kavram olan “ilgi’nin Olg¢lilmesi zordur. Sperber ve Wilson’in (1995) ilgi teorisine
(relevance theory) gore bir girdinin ilgisini belirleyen sey o girdinin “bilissel etki”si (cognitive
effect) ile o girdiyi islemek i¢in gereken isleme kolayliginin (ease of processing) birbirine
oranidir.

ilgi = bilissel etki/erisim kolayligi (isleme cabast) (1)
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Ilgi, bir belgenin ilgi diizeyini ve baglamini saptamak icin gereken caba (effort) ile
dogrudan iliskilidir. Ilgiyi bilissel etki ve erisim kolaylig1 ile iliskilendiren ilk kavramsal ve
ampirik ¢aligmalar Howard D. White tarafindan gerceklestirilmistir (White, 2007a, 2007b,
2009, 2010, 2015, 2016, 2018). White’in “pennant erisim” olarak adlandirdig1 bu yaklagimin
temeli 1lgi teorisine, Salton’un vektor uzay1 bilgi erisim modeline (Salton ve digerleri, 1975) ve
bibliyometriye dayanmaktadir. White vektor uzay1 modelindeki #/*idf (terim siklig1 * ters belge
siklig1) formiiliini yeniden tanimlamis, biligsel etkiyi (konusal ilgi) ve erisim kolayligim
(bilgiyi elde etme kolaylig1) hesaplamak i¢in sirasiyla belgelerin ortak atif (#f) ve toplam atif
(idf) sayilarindan yararlanmistir. Boylece #/*idf formiiliiniin farkli bir bi¢imde yorumlandigi
pennant erigim yontemi ile erisim kolaylig1 (caba) bilgisi de kullanilarak ilgi siralamalar1 elde
edilebilmektedir (Akbulut ve digerleri, 2020).2

Pennant erisim yontemi arama sorgusu olarak kullanilan g¢ekirdek makalenin (seed
article) dnceden yayimlanan ¢aligmalar ile iligkilerini ortaya ¢ikarmakta ve bu ¢alismanin hangi
modellerin ya da yapilarin olusmasinda etkili oldugunu goézlemeye olanak saglamaktadir.
Ayrica, aragtirmacilarin bir konu hakkinda ilgili literatiirdi, belli bir kavramin veya ydntemin
ortaya cikist ve gelisimiyle birlikte daha kolay takip edebilmelerine yardimci olmaktadir.
Ornegin, bilgi erisim literatiiriinde atif klasigi haline gelmis olan ve kaynak¢asinda sadece iki
kaynak listelenen Maron ve Kuhns'un (1960) olasiliksal bilgi erisim ile ilgili ¢aligmasi i¢in
pennant erisim yontemi ile ilgi siralamasi olusturuldugunda, bu yontemin kaynakca
benzerligine dayali ilgili kayitlar 6zelliginden ¢ok daha iyi bir performans gosterdigi
saptanmistir (Akbulut ve digerleri, 2020). WoS’un ilgili kayitlar 6zelligi ile olusturulan ilgi
siralamasindaki makalelerin ¢ogu ¢ekirdek makale ile ilgili degilken, pennant erisim yontemi
ile erigilen makalelerin tiimiiniin ilgili oldugu ortaya ¢ikmistir. Fakat her ne kadar pennant
erisim yontemi ile olusturulan ilgi siralamalari i¢in gerekli veriler (toplam atif ve ortak atif
sayilar) atif dizinlerinde yer alsa da, atif dizinlerinde pennant erigim yontemi pratikte heniiz
hayata ge¢irilmemistir.

[k zamanlarda bilgi erisim performans degerlendirme galismalarmin ¢ogu ilgi diizeyini
belirlemeye odaklanmistir. Fakat ilgi tek basina yeterli bir performans gostergesi degildir
(Bradley ve Smyth, 2001; Herlocker ve digerleri, 2004; McNee ve digerleri, 2006). Sadece
ilgiye odaklanildiginda konunun farkli baglamlarini yakalamaya yarayan yenilik, ¢esitlilik gibi
ozellikler genellikle gdz ard1 edilmektedir (Adomavicius ve Kwon, 2011). Ornegin, yiizeysel
olarak farkli goriinen ancak temelinde benzer 6zellikler gosteren birbirine yakin alanlardaki
interdisiplinerlik derecesi (degree of interdisciplinarity) yiiksek c¢esitli kaynaklari listeleyen ilgi
siralamalart kullanicilar i¢in daha faydali olabilmektedir (Abramo ve digerleri, 2018; Akbulut,
2016; Rafols ve digerleri, 2012). ilgi, azalan ilgi diizeyine gore siralanmus bir liste olusturmayi
amaglarken, erisim ¢iktisinin ¢esitlendirilmesi genis bir konu yelpazesini kapsayan siralanmis
bir yayin listesi olusturmaya odaklanmaktadir (Li ve digerleri, 2020).

Yeniden siralama (re-ranking) algoritmalar: ilginin yaninda cesitlilik, popiilerlik gibi
Ozellikleri de algoritmalara dahil ederek erisim ¢iktisinin sorguyla ilgisini daha da artirmakta,

kullanic1 ihtiyaglart agisindan daha dengeli ilgi siralamalar1 olusturulmasini saglamaktadir (Liu
ve digerleri, 2022). Bu amagla birden fazla algoritmadan elde edilen siralamalar veri

2 Bilgi erisimde erisim kolayligini dikkate alarak gergeklestirilen diger galigmalar igin bkz. Yilmaz ve digerleri
(2014) ve Verma ve digerleri (2016).
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tiimlestirme (data fusion) yoluyla birlestirilmekte ve siirece dahil olan tiim algoritmalardan daha
1yi performans gosteren ilgi siralamalari elde edilmektedir (Baeza-Yates ve Ribeiro-Neto, 1999;
Meng ve digerleri, 2002). Birlestirme asamasinda artirnmli (incremental, boosting)
hesaplamalar kullanilmasi ise yliksek hesaplama maliyetini 6nlemektedir (Jin ve digerleri 2008;
Ma ve digerleri, 2022).

Bu calismada, makalelerin baslik ve dzetleri lizerinde LDA algoritmas1 uygulanarak
olusturulan erisim ¢iktilar1 pennant erisim ile desteklenerek ilgi ve cesitlilik oranlar1 nispeten
daha yiiksek ilgi siralamalari elde edilmistir. Ilgi siralamalarinda baglam ve etki bilgisi
atiflardan, ilgi bilgisi de hem atif hem de kelime sikliklarindan elde edilmistir. Onerilen yontem
ile LDA algoritmas1 belgelerin baslik ve 6zetlerine uygulandigi i¢in hem konu modellemesi
daha hizli yapilmakta hem de baglam bilgisi ve belli bir alandaki temel ¢calismalar1 6ne ¢ikaran
ve kullanicilarin ihtiyaclarina gore kisisellestirilebilen siralama listeleri olusturulmaktadir.

Veri Kaynaklari ve Yontem

Caligmanin bu kisminda aragtirmada kullanilan veri kaynaklari, yontem ve teknikler ayrintili
olarak aciklanmaktadir.

Veri Kaynaklar

Bu arastirmada Lykke ve digerleri (2010) tarafindan olusturulan iSearch derlemi kullanilmisgtir.
S6z konusu derlem 2009 yilina kadar arXiv’e eklenen 434.813 fizik makalesinden ve bu
makalelere ait 3,7 milyondan fazla dahili referanstan olusmaktadir. Derlemde 65 sorgu® ve her
bir sorgu icin uzmanlar tarafindan derecelendirilmis ortalama 200 ilgi degerlendirmesi
bulunmaktadir. Neredeyse tiim fizik makaleleri bilimsel dergilerde yayimlanmadan once
arXiv’e yiklendiginden, arXiv’in bdyle bir arastirma i¢in iyi bir koleksiyon oldugu
distiniilmektedir. Fakat iSearch derleminde makalelerin yaym yili bilgileri ile ozetleri
bulunmadigindan bu makalelere dair temel konu basliklar1 da dahil tiim iist veriler arXiv API
(https://arxiv.org/help/api) araciligiyla arXiv.org’dan indirilmistir.* Daha sonra gesitli makrolar
yazilarak makalelerde atif yapilan kaynaklarin her birinin temel konu kategorileri
belirlenmistir.’ iSearch derlemindeki yayinlarin %98’inin temel konusu fiziktir.® Yaymlarin
%?2’sinin temel konulari ise bilgisayar bilimi, matematik, kantitatif biyoloji, kantitatif finans ve
istatistiktir. Ama bu yayilarin ikincil konular fizik olarak tanimlandigi i¢in onlar da arXiv
derleminde yer almaktadir.

Yaymlarin fizigin alt konularma dagilimi homojen degildir. Ornegin, astrofizik alt
konusu digerlerine gore daha fazla makale igermektedir (tiim makalelerin %22’s1). Astrofizik
alanindaki gelismeler nedeniyle alt siniflama yapilmasi gereksinimi dogmus ve 2008 yilinda
alt1 alt kategori tanimlanmigtir. Bu tarihe kadar olan makaleler ise dogrudan astrofizik alt
konusu altinda siniflandirilmistir. Miras (legacy) siniflama sistemlerinde karsilasilan bu sorun
arXiv ve dolayisiyla iSearch derlemi igin de gegerlidir. Ote yandan bazi konu siniflari ise birden
fazla arsiv altinda listelenmektedir. Ornegin makine dgrenmesi (machine learning) konu simifi
hem istatistik (stat. ML) hem de bilgisayar bilimleri (cs.LG) arsivi altinda listelenmektedir.

Calisma kapsaminda kullanilan pennant erigim algoritmasinin performansi toplam atif
ve ortak atif sayilar1 ile dogrudan ilgilidir. Bu yiizden iSearch derleminin ortak atif oranlari

3iSearch derleminde 20. sorgu yer almamaktadir (sorgu 19, sorgu 21 seklinde devam etmektedir). Dolayisiyla
her ne kadar en sonuncu sorgu 66 olarak gegse de toplam 65 sorgu bulunmaktadir.

4Kodlar igin bkz. https://mugeakbulut.com/phd/codes/iSearch_verilerini Arxivden_indirme.py

5> Makaleler arXiv’de birden fazla konu altinda listelenebilmektedir. Bu ¢alisma kapsaminda ise her makale i¢in
sadece temel (primary category) konu kategorisi esas alinmistir.

¢ Etkilesimli grafik igin bkz. https://mugeakbulut.com/phd/gorsellestirme/bubble.html
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hesaplanmaistir. iSearch derlemi i¢in atif ag1 yogunlugu 0,0021°dir. Diger bir deyisle potansiyel
olarak kullanilabilecek baglantilarin sadece 0,0021°1 kullanildig1 i¢in iSearch derlemi atif ag1
seyrek (sparse) bir agdir. iSearch derlemindeki makalelerin atif sayilarinin ortalamasi 15°tir
(ortanca=5). Toplam 65 sorgu i¢in pennant erisim algoritmasi uygulanarak erisilen makaleler
icin ortalama ortak atif sayisi ise ikidir (ortanca=1).”

Yontem

Bu arastirmada ilgi siralamalar1 olusturulurken hem kelime sikliklarindan hem de atif
iliskilerinden yararlanilmistir. Tlgi oran1 merkezilik degerleri ile, ¢esitlilik orani ise arXiv konu
kategorileri baz alarak Ol¢ililmiistiir. Makalelerin hem entellektiiel icerikleri hem de belge
baglamlar1 dikkate alinmustir. izlenen yol Sekil 1°deki gibidir. Siirecte tiimlesik liste
olusturulmas1 (LDA+Penannt erisim) ve siralamalarin kisisellestirilmesi (yeniden siralama)
olmak tizere iki ana adim bulunmaktadir.

Ik asamada makalelerin basliklar1 ve 6zetleri {izerinde LDA olasiliksal konu modelleme
algoritmas1® calistirlarak iSearch derleminde daha dnceden tanimlanmis olan 65 sorgu i¢in ilgi
siralamalart elde edilmistir. Ardindan ortak atif ve toplam atif verileri hesaplamaya dahil
edilerek pennant erisim yontemi uygulanmistir. Son olarak bu iki siralama birlestirilerek
tiimlesik liste elde edilmistir. Elde edilen siralama sorguyla en ilgili makaleler ya da farkl

alanlardan (ama sorguyla ilgili) makaleler iist siralarda olacak sekilde yeniden
siralanabilmektedir.
Sekil 1

Igi siralamasi olusturulmas: sirasinda uygulanan islemler

Yeni Siralama Kisisellegtirme (Yeniden siralama)
Siralama
o Ozeti bulunan LDA B LDA Pennant
B2 tum makaleler [ | Sralamasindaki ™ |Sralamasi |Sralamas:
(@] T ilk beg makale
En ilgili ya da
cesitli kaynaklan
! igeren siralama
Hem ilgili
Sorgu-belge, konu- kaynaklari hem
2 belge, konu-sorgu ve Farkli de farkl
5 | belge-belge baglamdakileri baglamlarda
= benzerliklerine gore saptama kullanilan
O gl siralamalar kaynaklari
olugturulmasi iceren siralama
l Arama yapilan konu
Uzerine inga edilen
LDA Konu oral makaleleri, konuyla
Iralama iaili ifi
Modelleme LDA siralamasindaki uzunluklarinin ilgili spesifik
(130 konu) ik b kal of . i makaleleri, éncul
o Il beg makaleye all esitlenmesi, yazarlarin
£ EERETR yafpan gal;l?njnlalgr A normallegtirme ve caligmalanni vb. 6n
= e referans biigileri ?U'T|e§1|rm5_ (Her plana cikaran
i = ilgi = ::3' ':;i?; q?noﬂ siralamalar
[1 + log(tf) ] * [log(N/dif)] 2y El
ao e ) et il yuksek deger
kabul edilir.)
% LDA Pennant Tamlestiriimis 'Kigise\\est\rilm@
Siralamasi Siralamasi | Siralama Siralama
[ I
1

7 Sorgularin 35’1 i¢in ortalama ortak atif sayisi 1, 26’s1 igin 2, dordii icin ise 3’tiir.
8 Kaynak kodlar igin bkz.

https://colab.research.google.com/drive/1dESqgDRL6WfyCSDgHxAalkPDoHKBFK 54
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Konu Modellemesi

Bir belgenin, sorguyla ifade edilen bilgi ihtiyacin1 karsilama olasilig1 0 (ilgisiz) ile 1 (ilgili)
arasinda degismektedir. Ornegin, bir belge belli bir konudaki bilgi ihtiyacini daha ¢ok (diyelim
ki %80 -veya 0,8 oraninda), bir baska konudaki bilgi ihtiyacini ise daha az (%50 -veya 0,5
oraninda) karsiliyor olabilir. Bagka bir deyisle, s6z konusu belgenin ilk konu i¢in ilgi diizeyi
0,8, ikincisi i¢in 0,5’tir (Akbulut, 2016, s. 11). Buradan hareketle LDA konu modelleme
algoritmas1 kullanilarak belge i¢in saptanan konularin olasilik dagilimlar1 elde edilir. LDA
algoritmas1 bir makalenin sinirh sayida konunun karisimindan olustugu ve her kelimenin de
makalenin konularindan birisi ile iliskilendirilebilecegi varsayimina dayanir (Zhang ve
digerleri, 2015). LDA algoritmasi temelde ii¢ asamali hiyerarsik Bayes modeline dayanir.
Bayesci ¢ikarim modeli onceki ilgili olaylarin ¢iktilarina ve bazi mantiksal varsayimlara
dayanarak bir olayin olma olasiligini hesaplamak i¢in kullanilir. Konu modellemede daha
onceden analiz edilen bir dizi belgeye dayanarak belli bir konuyla ilgili kelimeler ve belli bir
belgede islenen konular algoritmadan elde edilen olasilik dagilimlarina gére ongdriliir (tahmin
edilir). Bayes yaklasiminda parametreler dnsel (prior) bir dagilimdan gelen rastsal degiskenler
olarak goriiliir (Alpaydin, 2017, s. 291). Bayes kural1 6nsel olasilik ve olabilirligi birlestirip
sonsal olasilik dagilimlarinin (posterior probability distributions) hesaplanmasini saglar. LDA
modelindeki agsamalarda dagilimlar yeni bir 6ngdrii dagilimi (bir sonraki asama) i¢in girdi
olarak kullanilir.

M K N
pr(W,Z,0,¢; a,B) = 1_[29(91; ) np(fpi;ﬁ) HP(Zj,t|9j) p(Wjcloz;,) )
=1 i=1 t=1

Formiil 2’de esitligin sol tarafi modelin olasilik degerini temsil etmektedir. Formiilde
kelimelerin konular, konularin da makaleler iizerinde olasilik dagilimlar1 yer almaktadir (Blei,
2012, s. 80). M derlemdeki toplam makale sayisi, K toplam konu sayisi, N belli bir makaledeki
kelime sayisi, W kelime, Z ise konu’dur. Kelimelerin konulardaki dagilimi ¢, konularin
makalede bulunma olasilig1 ise @ ile temsil edilmektedir. Dirichlet parametreleri de o ve £'dir.
Konularin makalelerdeki dagilimini a, kelimelerin konulardaki dagilimini ise £ temsil eder
(diistik o degeri makalelerin daha az sayida konu igerdigini belirtmektedir). Formiilde ii¢ ana
adim bulunmaktadir (Sekil 2). Her adimda olasilik hesaplamasi yapilir ve bu {i¢ olasiligin
carptmi modelin olasilik degerini verir. Birinci asamada her makale i¢in, konularin (6)
makalelere dagilma olasiligi (p) hesaplanir. Ikinci asamada Dirichlet dagilimma gére
kelimelerin (@) konulara dagilim olasilig1 belirlenir (#). Her makale i¢in o makalede yer alan
kelimelerin makalenin konular1 ile ne kadar iligkili oldugunun hesaplandig {igiincii asamada
ise makalelere konularin atanmast iki adimda gerceklesmektedir. Once makalede yer alan her
kelime gecici olarak rastgele bir konuya atanir ve kelimelerin konulardaki dagilimi verildiginde
belli bir kelimenin o konuya ait olma olasilig1 hesaplanir. Ardindan da makaledeki kelimeler
olasilik dagilimi olarak temsil edilir ve buna gore makalenin konular1 belirlenir. Diger bir
deyisle konularin makalelerde bulunma olasilig1 verildiginde belli bir konunun o makaleye ait
olma olasilig1 belirlenir. Boylece her bir kelimenin belli konularla iligkili olma olasilig1
hesaplanir. Bu islem tekrarlidir (iterative). Herhangi bir konu i¢in ulasilan en yiiksek deger bir
kelimenin o konuyu temsil edebilecegini gosterir. Kelimelerin konu dagilimi yapildiktan sonra
makale-kelime matrisi olusturulur. Bu sayede kelimelerin konulardaki agirliklar elde edilmis
olur ve makalenin konular1 da bu agirliklar dikkate alinarak belirlenir.
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Sekil 2
LDA algoritmasimin asamalart
Birinci asama Ikinci asama Ugiincii asama
M K N
| |P(911“) | |p(<pi:.8) | |p(Z,-,z|9,-)p(W,-,cI<pzj,t)
Jj=1 i=1 t=1
gizge  gizge sirdiiriilebilirlik
sizge K805 apitalizm
itali 1 kaos
Cevre kapitalizm gizge kaos
[ ] ka_pilglizm kaos  siirdiiriilebilirlik
siirdiiriilebilirlik k:aﬂ:lrl::::n Kapitalizm Srdirilebilirlik
P s 91788 siirdiirilebilirlik
0,7 02 01 gizge strdiriilebilirlik siirdiiriilebilirlik
Matematik gizge kaos matematik ekonomi gevre | Sirdiinilebilirlik Strdiirilebilirlik

siirdiiriilebilirlik  Strdrilebilirlik
kapitalizm stirdiiriilebilirlik

Konular Kelimeler
[Matematik| Ekonomi | Cevre | [TGizge | surdaralebilicik | kaos | kapital matematk ~———— cizge
Lor [ 02 [ o1 | 04 0,1 0.4 0,1 matematik ———— kaos
gevre — siirdiiriilebilirlik
gizge | sidirilebilirlik | kaos | kapitalizm matematk ~— gizge
0,1 03 0.2 0,4 matematik E— kaos
gizge | stirdirilchilirlik | kaos | kapitalizm gevre — siirdiriilebilirlik
0,1 0,7 0,1 0,1 cevre - . kaos
matematik —_— cizge

Olasiliksal modellemede en kritik agamalar 6n isleme (pre-processing), veri temizleme
ve konu sayisinin belirlenmesidir. On isleme i¢in ihtiya¢ duyulan ydntemler derlemin diline,
icerigine ve kalitesine gore degisiklik gostermektedir (Wu ve digerleri, 2020). Bu arastirma
kapsaminda konu modellemesine hazirlik i¢in belirlenen 6zel karakter ve sayilarin metinden
atilmasi, biiyiik harflerin kiiciik harflere ¢evrilmesi,” metni ciimle, kelime gibi birimlere ayirma
(tokenization), dur kelimelerinin (stop words) atilmasi ve kelimelerin eklerini kaldirarak
morfolojik koklerinin elde edilmesi (stemming) 6n islemleri gergeklestirilmistir.

Bir sonraki agsama olan veri temizleme asamasi da konu modellemesinin iiretecegi
sonuclar agisindan 6nemlidir. Konu modelleme icin baglik ve 6zet boliimleri bir arada
kullanilmistir. Fakat arXiv’deki fizik makalelerinin 6zetleri genelde kisadir (baslik+6zet i¢in
kelime uzunlugu ortalama 119, ortanca 107, maksimum 392, minimum 4). Bazilar1 ise
caligmanin konusu hakkinda ipucu vermeyecek niteliktedir (6rnegin, “Baslik: Conference
Summary, Ozet: Island Universes Conference Summary”). Derlemdeki geri ¢ekilen (retracted)
calismalarin ise Ozetleri bulunmamakta, sadece ¢alismanin geri ¢ekildigine dair bir not yer
almaktadir. Bu tiir ¢aligsmalar ile 6zet ve baslik kelime toplam sayis1 25 kelimeden az olan 3617
makale (%0,8) kapsam dis1 birakilmig, LDA algoritmast 431.196 makale {izerinde
calistirilmistir.

LDA konu modelleme algoritmasinin g¢aligtirilabilmesi i¢in konu sayisinin dnceden
belirlenmesi gerekmektedir (Blei ve Lafferty, 2009; Ponweiser, 2012). Konu modelleme
algoritmasinin ¢alistirilacagi derlemde kag konu olduguna dnceden karar verilmesi gerekliligi
celigkili olmakla beraber kritik ve zordur (Gléser ve digerleri, 2017). En uygun konu sayisini
tespit etmek amaciyla farkli skorlarin tiretildigi yaklagimlar uygulanmaktadir. Bu yaklagimlar
genelde LDA’nin konu-terim, belge-konu vs. dagilimlar araciligiyla konu ¢iftleri arasindaki
mesafeleri hesaplayarak en uygun konu sayisini saptamay1 amaglamaktadir. Bazi yaklagimlarda

% Bu asamada fizik alam1 6zelinde olusturulan biiyiik ve kiiciik harfe duyarh dur listesi (ADS Team, 2008)
kullanilmistir.
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skorun yiiksek olmasi, bazilarinda ise diisiik olmas1 beklenmektedir (Carroll, 2018). iSearch
derlemindeki yayinlar i¢in konu sayisini belirlemek amaciyla dort 6lgev (metric) temel alinmig
(Arun ve digerleri, 2010; Cao ve digerleri, 2009; Deveaud ve digerleri, 2014; Griffiths ve
Steyvers, 2004) ve buna gore olusturulan kod (Nikita, 2020) iSearch derlemine uyarlanmistir.
Konu sayisini belirlemek i¢in kullanilan dort 6lgevle ilgili ayrintili bilgi Ek 1°de verilmektedir.

LDA algoritmas1 uygulanirken, 6zellik sayisi (yani sabit kelime boyutu) a ve f
Dirichlet 6n parametrelerine ince ayar yapilabilir (George ve Doss, 2017; Pathik ve Shuklai
2020, s. 516). Bu parametrelerde yapilan degisikliklerin amaci, LDA'nin 6nsellerini (Dirichlet
hiperparametreleri) ayarlayarak tahmine dayali dagilimin entropisini en aza indirmektir (Zhang
ve digerleri, 2016, s. 1763). Fakat bu durum sadece kii¢iik 6l¢ekli ve ¢arpik kelime sikliklarinin
goriildiigli dogal dil kullanilan belgeleri igeren derlemlerde gecerlidir. Derlem biiyiikse,
hiperparametreler tahmin performansinin ayarlanmasinda 6nemsizdir (Zhang ve digerleri,
2016, s. 1772). Bu yiizden konu modelleri uygulamalarinda tipik olarak parametrelerin
ayarlanmasinin ¢ok az pratik etkisi oldugundan sabit konsantrasyon parametreleri ve simetrik
Dirichlet 6nselleri kullanilir (Wallach ve digerleri, 2009, s. 1763). Makul biiyiikliikte bir derlem
ortalama 1000-2000 belge ve 5000-7000 aras1 kelime igermektedir (Crossley ve digerleri, 2017;
Deerwester ve digerleri, 1990, s. 394). Dolayisiyla bu aragtirmada kullanilan derlem biiyiik
Ol¢ekli bir derlemdir. Algoritma caligtirilirken orta diizey model i¢in 6n tanimli parametreler
kullanilmstir.'°

LDA algoritmasina girilecek konu sayisint belirlemek icin kullanilan tiim 6lgevlerde
skorlar 0 ile 1 aralifindadir. Dort yaklasimin bir arada gosterildigi Sekil 3’te “maksimize”
olarak gruplanan 6lgevler skorlariin yiiksek olmasi beklenen, “minimize” olarak gruplananlar
ise diigiik olmas1 beklenenlerdir. Tiim algoritmalarin ayni optimal grup sayisini belirlemesi
beklenemez, ancak ortak bolgeye -yliksek maksimize, diisiik minimize- bakilarak en uygun
konu sayis1 belirlenebilir (Holliger, 2018). Olgevler iSearch derlemine uygulandiginda bu
derlem i¢in en uygun konu sayisinin 110 ile 130 arasinda oldugu anlasilmaktadir (Sekil 3).
Ucgiincii 6lgev hep diisme egilimindedir. Diger dlgevlerle uyumsuz olmasi ve bilgi verici bir
oOriintiiye sahip olmamasi sebebiyle konu sayisi belirlenirken bu 6l¢ev goz ardi edilmistir (Bayer
ve Michael, Bonaccorsi, Melluso ve Massucci, 2022; 2019; Guillemette ve digerleri, 2017;
Holliger, 2018). Bu durum muhtemelen ii¢lincii 6lgevin temelde kullanici sorgusundaki gizli
kavramlarin sayisint tahmin etmek amaciyla kullanilmasindan kaynaklanmaktadir. Bu
arastirma kapsaminda konu sayist 130 olarak belirlenmis ve hesaplamalar da buna gore
yapilmuistir.

10 LDA algoritmasi uygulanmadan 6nce hesaplanan istatistikler (tekil kelime say1s1, makale say1s1 vs.) orta diizey
(medium) model ile uyumludur. Bunun disinda arastirma kapsaminda tercih edilen dogal dil isleme kiitiiphanesi
SpaCy’de bazi parametreler makalelerin uzunluguna gore dinamik olarak ayarlanmaktadir. Bu arastirmada
kullanilan bazi parametreler sunlardir: konu sayis1 (num_topics)=130, alpha='symmetric', tekrar sayisi
(iterations)=50, gamma esik degeri (gamma_threshold)=0,001, minimum olasilik (minimum_probability)=0,01.
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Sekil 3
iSearch derlemine en uygun konu sayisinin belirlenmesi

1,00 |
(1) M Arun, Suresh, Veni Madhavan ve Narasimha Murthy, 2010
(2) A Cao, Via, Li ve Zhang, 2009

(3) + Deveaud, Sanjuan ve Bellot, 2014

(4) Griffiths ve Steyvers, 2004
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Konu sayisi

Pennant Erisim Algoritmasi

Pennant erisim yonteminde makalelerin ¢ekirdek makale ile birlikte atif alma sikliklar1 asagida
yer alan agirlik (¢/*idf) formiiliine (Manning ve Schiitze, 2000, s. 542) gore hesaplanarak ilgi
degerleri belirlenmektedir.

tf xidf = ilgi = [1 +log(tf)] » [log(N/df)] 3)

Formiil 3’te df ortak atif alan makalelerin toplam atif sayisi, #/ bir makalenin ¢ekirdek
makale(ler) ile birlikte aldig1 atif sayisi, NV ise derlemdeki toplam makale sayisidir (iSearch
derlemi igin 434.813). Formiile gore yiiksek ilgi puani #f ve idf degerlerinin birbirine yakin
olmasi anlamina gelmekte ve ilgili calismanin ¢ekirdek!! makaleye yakin olarak
konumlandirilmasini saglamaktadir (Akbulut, 2016). Ornek olarak Sekil 4’te William S.
Cooper’in (1988) Boole sisteminin sorunlarini tartistigi makalesi ¢ekirdek olarak belirlenmistir.
Makalenin “literatiirdeki diger ¢alismalar1 nasil etkiledigi her bir yazarin ¢ekirdek yazarlar ile
ortak atiflar1 ve toplam atiflarinin logaritmalart alinarak olusturulmus, bu etki pennant erigim
yontemi aracilifiyla gorsellestirilmistir” (Akbulut, 2016, s. 35). Pennant erisim yontemi ile
hesaplanan ilgi siralamasinda ilk siralarda olan makaleler (ilgi puani en yiiksek olanlar) hem
biligsel etki hem de erisim kolaylig1 Slgeklerinde (scales) en yiiksek puani almis olan
makalelerdir.

! Cekirdek (seed) terimi, pennant erisim yonteminde literatiirdeki etkisi belirlenmek istenen ya da ilgi siralamasi
olusturulan calisma (veya yazar) anlaminda kullanilmaktadir.
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Sekil 4

Ornek pennant erisim gésterimi

Afarhik (tf*idf)

o idf log(th legtian - SR cekirdek ile daha az ilgili cekirdek ile daha ¢ok ilgili
........ 7,1 o .
Cooper WS, 11 41 2612783857 5086186148  13,28910506 . =
1988 =
........ al 2
f;‘;g’“ G g 17 1903089987 5468521083 1040708772 T i a
“Buell DA g 57 i - 2

uel s [=)] |}y z
e 6 12 177815125 5619788758 9.992834407 3 I T Cekirdek s
iy - i' oftese I
f;:s“k’ T s 17 1608970006 5468521083 9290853288 [o@ fpedea®i
“Salton G E‘ M ECICI :

* 13265 2,113943352 427572413 9,038638602 | = :

1983 S P
Nick 51, 3 4 1477121255 6,096910013  9,005875368 | E Loy 2
2011 = ! 3
........ I o
Fok EA, 4 15 1,602059991 5,522878745 8847983075 | W ©
1988 S
m’gerwc, 6 55 177815125 4958607315 8817153797 15 ¥y
........ : 0 1 2 3 4
Bookstein
A, 1980

6 61 1,77815125 4,913640169 8,737195411 1+Iog(tf) Biligsel etki
sl i 1
Kerre EE,

1986 1,602059991  5,420216403 8,683511844

Ilgi siralamas1 hesaplanirken ortak atif degerinden elde edilen bilissel etki dlgiisii de
hesaba katildig1 icin, erisim kolayligi oOlceginde daha asagida olan makalelerin ilgi
siralamasinda ilk siralarda olabilmesi i¢in biligsel etki dl¢eginde de ilk siralarda olmas1 gerekir.
Formiildeki idf faktorii ¢ekirdek makale ile daha az ilgili makaleleri ilgi siralamasinda asagi
itmekte ve daha ilgili olanlar ise yukar: tagimaktadir.

S
—_
o

Pennant erisim algoritmasinin uygulama asamalarinin ornek gosterimi Sekil 5’te
verilmektedir. Elimizdeki derlemde 20 makale oldugunu (Makale A, B, C, D, E, F, G, H, I, J,
K, L,M,N, O, P,Q,R, S ve T) ve bu makalelerden O ve R’nin 6zetleri olmadigini varsayalim.
Ozeti bulunan tiim makalelere LDA algoritmas1 uygulandiktan sonra, herhangi bir sorgu
calistirildiginda LDA ilgi siralamasi elde edilmektedir. Ilgi siralamasindaki ilk bes makaleye
atif yapan makaleler kaynakcalariyla birlikte degerlendirilerek toplam atif ve ortak atif sayilari
hesaplanmakta ve pennant erisim algoritmas1 uygulanmaktadir. Cekirdek makale ya da
makalelere atifta bulunan makalelerin kaynakgalarinda yer alan her bir makale pennant
siralamasinda (LDA+Pennant siralamasi) yer almaktadir (¢cekirdek makalelerden en az biriyle
bir ve/veya daha fazla ortak atif aldig1 i¢in). Pennant siralamasinda makaleler ¢ ve idf
degerlerinin ¢carpimina gore biiylikten kii¢iige dogru siralanmaktadir. 7f*idf degeri en yiiksek
olan makalenin sorguyla en ilgili makale oldugu varsayilmaktadir. Birden fazla cekirdek
makale oldugu i¢in yeni siralamaya eklenen makaleler farkli ¢ekirdek makaleler araciligiyla
siralamaya eklenmektedir. Listedeki makalelerin hangi ¢ekirdek makale vasitasi ile listeye
girdigi parantez i¢inde belirtilmistir. Eger ayn1 makale birden fazla ¢ekirdek makale araciligi
ile siralamaya dahil olduysa #/*idf degeri en yiiksek olan makale dikkate alinmaktadir.
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Sekil 5
Pennant erisim algoritmasinin uygulama asamalart

LDA Pennant Erigim Algoritmasmin Uygulanmasi Pennant Erisim Algoritmasimin Ciktisi

Makale A Makale P Makale E Makale H Makale T

Makale S’ye E A C F G N 1+ Log
Sira | Makale | FPA [ atif yapan G E I j B Sira [Makale*| idf | ¢f | Log (tH)| (N/df) | tf*idf
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S 4 [ A [ 33 ] 148 | 622 | 9,19
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4 P 0,505 Makale E Makale I 6 | E(B) | 4|3 | 148 | 61 | 9,01
5 E |0,498 Mal;_ale N’ye (; 4;:& 7 J(S) 2 |12 1,3 6,4 8,32
anf yapan 8 | N 2 [ 2 1,3 6.4 | 832
: tJ: g:zi makaleler ve — N N 9 J((NP)) 2 2 13 6.4 8,32
’ kaynakgalan N r 10 G@E [ 3]2] 13 |622 |80
8 B [0494 S 11 M [3] 2] 13 [622 809
9 Q [0493 12 AP |3 ]2 1,3 | 622 | 8,09
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T H | 0482 | | MakaleA’ya A A A >(1a | A®) |3 |2 1,3 | 6,22 | 8,09
2| 1 |o4s atf yapan E E E 5] Q® | 3|2 13 | 622809
4 makaleler ve N I K 16| G@E) | 3|2 1,3 | 622 | 8,09
13 F_|0479 | | kaynakgalan P p M 17| M@ [ 3] 2] 13 [622 809
14 L 0473 Q S 18| ES) | 4|2 1,3 6,1 | 7,93
15 T 0469 19| PS) [ 4] 2 1,3 6,1 | 7,93
% = ES MakaleI Makale F Makale T Makale H 20 P (A) 4 2 1,3 6,1 7.93
: Makale P’ye A A G F 21 | E(P) [ 4|2 1.3 6,1 | 7,93
17 K 0,469 atif yapan . E E J J 22 P (E) 4 3 1,3 6,1 7,93
18 D 0,468 makaleler ve N 1 K K 23 S (P 5 2 13 6 7 81
kaynakgalar P P P I¥ (® - -
Q S S 24 | RS | 1|1 1 6,7 | 67
25 | A(S) [ 1 |1 1 67 | 67
Makale ] Makale F MakaleA Makaled MakaleP [ | 26 | F(S) | 1 ] 1 1 6.7 | 6.7
Makale E’ye A A E E A R L (o i
anfyapan _.| E - G G E 28| AQN) [ 1 [ 1 1 6.7 | 6,7
makaleler ve N I M M K 29 | E(P) 11 1 6,7 6,7
L kaynakgcalari P P S Q M 30 NGB [ 2 ]1 1 6,4 64
Q s .

Pennant erisim algoritmasi her ne kadar temel kaynaklar1 saptama konusunda basarili
sonuclar saglasa da bu algoritmanin bazi dezavantajlar1 bulunmaktadir. Bunlardan en 6nemlisi,
pennant erisim yOnteminin dogasi geregi bir ¢ekirdek c¢alismaya ihtiyag duymasidir. Bu
aragtirma kapsaminda ise arama sorgusuyla ilgili kaynaklar LDA algoritmas1 ile belirlenmis,
ardindan da bu listedeki ilk bes kaynaga pennant erisim algoritmasi uygulanmistir. Bu sayede
pennant erigim i¢in ¢ekirdek makale sart1 sorunu asilmistir. Pennant erigim algoritmasinin bir
diger dezavantaji ise ortak atif sayilar1 temel alindigi i¢in ilgi siralamasi listesinin uzunlugunun
kestirilememesidir. Ama pennant erisim yontemi LDA algoritmasini destekleyici olarak
kullamldig1 icin derlemdeki tiim c¢alismalar ilgi siralamasma dahil olmaktadir. Ilgi
siralamalarinda kullanicilarin genellikle ilk siralara odaklandig: diistintildiigiinde liste kisa bile
olsa tiimlesik listede pennant erisimin etkisi goriilmektedir.

iSearch derleminde 3,7 milyondan fazla atif bulundugu i¢in, hesaplamanin daha hizlh
yapildig1 SQL tabanli bir platform tercih edilmistir. Hazirlanan MS Access uygulamasi'? ile
pennant erisim hesaplamalar1 yapilmastir.

Listelerin Tiimlestirilmesi

Pennant erisimin LDA siralamasina katkis1 ortak atif sayilari ile dogrudan ilgilidir. Ortak atif
sayis1 her ¢ekirdek makale icin farkli oldugundan pennant erisim algoritmasinin {irettigi ilgi
siralamalarinin uzunlugu da kestirilememektedir. Ote yandan LDA algoritmasi ise derlemdeki
0zeti olan tiim ¢alismalar i¢in bir sorgu-belge benzerlik degeri hesaplamaktadir. Bu iki listenin

12 Bkz. https://mugeakbulut.com/phd/codes/pennant/



flgi Siralamalarinin Artirrmli Olarak Gelistirilmesi
Incremental Refinement of Relevance Rankings 183

birlestirilmesi sirasinda 6nce pennant siralama listesi esas alinarak iki listenin uzunluklar
esitlenmis, ardindan esitlenmis uzunluktaki listelerdeki degerler normalize edilip'® (min-max
normalizasyon) tiimlestirilmistir (bkz. Sekil 6).

Sekil 6
Stralama tiimlestirme
Normalize
Normalize Edilmis
LDA Edilmis LDA Pennant Pennant
Skoru Skoru Skoru Skoru
0,8 Y 1 12,5 w 1
0,6 Z 0,3 10,7 Z 0,7
0.5 X 0 5,0 v 0

+
Tiimlestirilmis Siralama
Tiimlesik
LDA Liste
Skoru Skoru
w 1
Y 1
z 0,7
\" 0
X 0
|_' 0,4 u
I_, 0,2 T
0,1 S

Normalizasyon islemi Formiil 4’e gore yapilmistir. Herhangi bir degerin normalize
edilmis yeni degeri hesaplanirken, o degerden en kiiciik deger ¢ikarilmakta ve en biiyiik deger
ve en kiiciik deger arasindaki farka boliinmektedir.

X — Xmin
x o Tmin
normalize Xmax — Xmin (4)

Timlestirme asamasinda her iki siralama listesinde de olan ortak makaleler, normalize
edilmis degerlerinin en yiiksek oldugu skorla tiimlesik listeye dahil olmaktadir (6rnegin Sekil
6, Makale Z icin normalize edilmis pennant skoru 0,7). Derlemde 6zet bilgisi olmayan
makaleler varsa (Sekil 6, ornegin Makale V) LDA skoru hesaplanamamaktadir. Fakat bu
makaleler i¢in ortak atif verisi varsa pennant erisim yontemi ile tiimlestirilmis listede bu
makaleler de yer almaktadir. Tiimlesik liste uzunlugu tamamlandiginda ise LDA siralamasinda
en basta kesilen caligmalar skoru en yiiksek olandan baslayarak (Sekil 6’daki LDA
siralamasindaki U makalesinden itibaren) tiimlesik listenin arkasina eklenmektedir.

13 Normalize etme isleminde minimum deger 0'a, maksimum deger 1'e ve diger tiim degerler 0 ile 1 arasinda
ondalik saytya doniistiiriilmektedir (Thara ve digerleri, 2019).
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Ilgi Siralamalarinin Kigisellestirilmesi

Kisisellestirme agamasinda ise ilgi siralamasi kullanicinin ihtiyacina gore liste en ilgilileri
onceleyecek ya da interdisipliner yapida olacak sekilde yeniden siralanmaktadir (re-ranking).
Bu adimda tlimlestirme fonksiyonunda agirliklar pennant ya da LDA algoritmas1 agirlikli
olacak sekilde ayarlanarak sorguyla en ilgili olan ve farkli alanlardan kaynaklarin tiimlesik
listede iist siralarda yer almasi saglanmis ya da her ikisini de maksimize eden bir siralama
olusturulmustur. Kisisellestirme asamasinda her iki siralama listesinde de bulunan ortak
makaleler, tlimlestirme 6ncesinde hesaplanan ve normalize edilmis degerlerde en yiiksek olan
skor degil, agirlikli olmasi istenen algoritmadaki degeri ile listeye dahil edilmektedir (6rnegin
Sekil 6, Makale A i¢in normalize edilmig LDA skoru 0,3).

Performans Degerlendirme

Ilgi ve Cesitlilik. iSearch derlemi her ne kadar uzmanlar tarafindan derecelendirilmis ilgi
degerlendirmeleri iceriyorsa da, derlemde ilgi degerlendirmesi iceren yayinlarin oranmi ¢ok
diistik (yaklasik %?2) olup bu oran listeleri ilgi agisindan degerlendirmek i¢in yeterli degildir.
Derlemdeki her makaleye karsilik bir ilgi degeri olmasi gerekmektedir. Bu baglamda listelerin
karsilastirilmast i¢in merkezilik kavramina iligkin 6lgevlerden derece merkeziliginin (degree
centrality) kullanilmasina karar verilmistir. Derece merkeziligi, kabaca, agdaki bir noktanin
(node) diger noktalara olan baglant1 (tie) sayisidir. Bir noktanin baglanti sayisi arttikca derece
merkezilik degeri de artar. Ilgi olarak merkezilik (centrality-as-relevance), paragraf dzetlemek
(Marujo ve digerleri, 2017; Ribeiro ve de Matos, 2011) ve ag analizini gelistirmek (Giustolisi
ve digerleri, 2020) i¢in kullanilmustir. Tlgi olarak merkezilik hesaplamasinda belli bir kiimedeki
terimleri en iyi yansitan agirlik merkezi (centroid) degeri esas alinmakta ve belli bir kiime
icindeki merkez terim temel alinarak diger terimlerin buna uzakligi hesaplanmaktadir. Bu
calisma kapsaminda da biitlin ag dikkate alinarak makalelerin belli bir siniftaki (belli bir arXiv
temel konu kategorisindeki) agirligi hesaplanmistir. Boylece iSearch derlemindeki her makale
i¢in ilgi degerleri elde edilmistir. Merkezilik degerleri NetworkX Python paketi'* kullanilarak
hesaplanmistir. Ote yandan listelerin cesitlilik orani ise igerdikleri makalelerin arXiv temel
konu kategorileri incelenerek hesaplanmastir.

LDA algoritmasinda her ne kadar kelimelere dayanan konu bazli bir analiz yapilsa da,
bu konular arXiv’de yer alan konu kategorilerinden bagimsizdir. Bu ¢alismada ise merkezilik
degerleri hesaplanirken arXiv sistemindeki konu basliklarindan yararlanildigindan, bu durum
LDA algoritmasi ya da pennant erisim yontemiyle elde edilen siralamalar agisindan herhangi
bir 6n yargi olusturmamaktadir. Bu calismada derece merkeziligi degerleri “ilgi degeri”, arXiv
konular1 ise “cesitlilik” olarak degerlendirilmistir. Boylece kelimeler arasindaki iligkilere
dayanan konu modelleme algoritmasi ile ortak atif degerlerini dikkate alan pennant erigim
algoritmasinin benzer ve farkli yonleri ortaya ¢ikarilmistir.

Maksimum Marjinal Ilgi Algoritmasimn Ilgi Siralamalarina Etkisi. Cesitlilik orani yiiksek
listelerin olusturulmasi igin ilgi yeniligi (relevance novelty) degerinin 6l¢iilmesi gerekmektedir.
Maksimum Marjinal ilgi (Maximal Marginal Relevance - MMR) yaklagim ilgi diizeyini ve
yeniligi bagimsiz olarak 6l¢gmeye ve sonuglart dogrusal bir big¢imde birlestirmeye olanak
saglamaktadir (Carbonell ve Goldstein, 1998). MMR yaklasiminda dogrusal kombinasyon
“marjinal ilgi” olarak adlandirilir. Erisilen makalenin yiiksek marjinal ilgi diizeyi o6l¢iitiinii
saglamasi i¢in hem sorguyla alakali olmasi hem de Onceden secilen makalelerle minimum
benzerlik gostermesi gerekmektedir. MMR yaklagimi bilgi erisim performansini %8 ile %17
oraninda artirmaktadir (Yang ve digerleri, 2007).

14 https://networkx.org. Ornek kodlar igin bkz. https:/tinyurl.com/pebwtkir.
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MMR algoritmas1 benzer ciimleleri ya da kaynaklar eledigi icin (baska bir deyisle
konunun ¢esitli yonlerini iceren farkli climle veya kaynaklara eristigi i¢in) metin 6zetleme
algoritmas1 marjinal ilgi degeri daha yiiksek siralamalar olusturmak i¢in kullanilmaktadir.
MMR algoritmas1 kavramsal olarak bu c¢alismada onerilen ve marjinal ilgili makaleleri
siralayan tiimlesik liste siralama algoritmasina benzemektedir (bkz. Tablo 1). Her iki algoritma
da sorguyla ilgili ama marjinal kaynaklarin da yer aldigi bir liste olusturmak amaciyla
kullanilmaktadir. MMR algoritmasi sistematik bir sekilde 6nce sorgu ile en ilgili makaleyi
listenin ilk sirasina yerlestirip ardindan o makalenin konusuyla ilgili ama ona en az benzeyen
makaleleri listeye eklemektedir. Bu sayede MMR, hemen hemen ayni bilgileri igeren ve
birbirinin tekrar1 olan caligmalar1 (belge-belge benzerlik orani yiiksek olan c¢aligsmalari)
liizumsuz (redundant) olarak isaretleyerek siranin sonlaria dogru itip yeniden siralamaktadir.
Tlmlestirme algoritmasi ise kelime sikliklarina gore hesapladigi ilgi skorlari ile atiflardan yola
cikarak hesapladig1 belge-belge benzerliklerini kullanarak her iki listeden de en yiiksek olan
skorlar iist siralarda gosterecek sekilde bir siralama yapmaktadir.

Tablo 1
MMR ve tiimlestirme fonksiyonunun karsilastiriimasi

Tiimlestirme Algoritmasi MMR Algoritmasi

Amag LDA ve pennant erisimde en yiiksek ilgi Marjinal ilgili belgeleri 6nceleyecek
degerleri alan belgeleri Onceleyerek sckilde siralamayr artirrmli  olarak
siralamay1 artinmli olarak gelistirme gelistirme
(incremental refinement)

Yontem Skorlara gore birlestirme Sistematik birlestirme

Girdi Terim sikliklar1 (LDA), atiflar (pennant) Belge-belge benzerligi ve sorgu-belge

benzerligi
Kisisellestirme  Pennant ve LDA algoritmalarimin A (lambda) degeri

agirhig

Bu arastirmada performans degerlendirme ve karsilastirma (benchmarking) amaciyla
MMR algoritmasindan yararlamilmistir.'> MMR algoritmasmin LDA, pennant erisim ve
tiimlestirme algoritmalar1 uygulanarak ayri ayr elde edilen ilgi siralamasi listelerine etkileri
incelenmistir. Etki oranlarina bakilarak hangi algoritmanin hangi 6zellikleri 6ne ¢ikardigi
saptanmistir.

Bulgular ve Yorum
Asagida arastirmadan elde edilen temel bulgular sunulmaktadir.

Algoritmalarin Tiimlesik Siralama Listelerine Katkisi

Tiimlestirme algoritmasinin sistematik bir yapist olmadigr i¢cin LDA ve pennant
algoritmalarinin tiimlesik listeye olan katkilar1 her sorgu i¢in farklilik gostermektedir.
Tiimlestirme algoritmasinda makaleler hem atiflarina hem de 6zet ve bagliklarindaki kelime
sikliklarina  gore degerlendirilmektedir. Fakat tiimlestirme algoritmasinda MMR
algoritmasindaki gibi bir sistematik birlestirmeden ziyade skorlar 6n plandadir. Ornegin, bir
sorguya karsilik erigilen makalelerde kelime sikliklarinin olasiliksal dagilimlarinda ¢ok baskin

15 Tiimlestirilmis siralama listesine uygulanan MMR algoritmasi kodlarina
https://colab.research.google.com/drive/1dESqgDRL6WfyCSDgHxAalkPDoHKBFK54 adresinden erisilebilir.
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bir riintii varsa tiimlestirilmis listede de “LDA baskin” bir yap1 gézlenmektedir.'® Toplam atif
say1s1 az ama ortak atif sayisinin fazla oldugu durumlarda ise bunun tam tersi bir durum soz
konusu olmakta ve tiimlesik listede “pennant baskin” bir yap1 gozlenmektedir. Makalenin
toplam atif sayis1 ve ortak atif sayisinin birbirine yakin olmasi1 o makalenin ¢ogunlukla ¢ekirdek
makale ile birlikte anildig1 anlamina gelmektedir. Dolayisiyla o makale derlemdeki diger
makalelere gore, ¢ekirdek makale(ler) ile daha ilgilidir. Sekil 7, pennant baskin tiimlesik
siralama listesine bir 6rnektir (sorgu no. 66). Bu sorgu i¢in LDA algoritmasinin eristigi ilk 100
makale ¢ok farkli konulardadir. Ote yandan, s6z konusu makalelere pennant erisim algoritmasi
uygulandiginda ise ilk siralarda erisilen makalelerin tutarli bir sekilde ayni konuda oldugu
goriilmektedir.

Sekil 8°’de LDA ve pennant erisim algoritmalarinin skorlari, Sekil 9’da ise tiimlesik
siralama listesine LDA ve pennant erisim algoritmalarinin katkist gosterilmektedir (66. sorgu
i¢in). i1k 12 makale igin kelime sikliklarina gére olan sonuglar daha &n planda olmasina karsin
13. siradan sonra ortak atif sayilariin 6n plana ¢iktig1 izlenmektedir. Skorlarda 13. siradaki
cakismanin yansimasi tiimlesik listeye katki grafiginde de gozlenebilmektedir. Kesme noktasi
25’ten sonra listede pennant agirlikl bir siralama goze ¢arpmaktadir.

Sekil 7
Pennant baskin tiimlesik siralama listesi (Sorgu no: 66)

* General Relativity and Quantum Cosmology

Siralama

----------------------------------------------------------------------------------------------------

Tiimlesik

---------------------------------------------

0 20 40 60 80 100
Sira no

nd Probability

Not. Listedeki ilk 100 makale gdsterilmistir.

Sekil 9
Algoritmalarin ¢esitli kesme
Sekil 8 noktalarinda tiimlesik listeye katkilart
Algoritmalarin ilgi skorlari (Sorgu no: 66) (Sorgu no: 66)
L 10 100
=}
208 ~ 80
R X
E o6 < 60 N
B 3
g 04 § 40 \_\
202 20
00 0
Z 1 7 131925 31 37 43 49 55 61 67 73 79 85 91 97 5 10 25 50 75 100
Sira no Kesme noktast
Pennant skoru —LDA skoru ——LDA Pennant

Daha 6nce de belirtildigi gibi toplam atif ve ortak atif verilerine gore isletilen pennant
erisim ¢iktisinin ka¢ makaleye erisecegi kestirilememekte, ¢ok uzun ya da ¢ok kisa listeler
olabilmektedir. Pennant siralama listesinin kisa oldugu durumlarda tiimlesik siralama listesinde

16 Bkz. https://mugeakbulut.com/phd/gorsellestirme/liste_konu_grafik 100.pdf ve
https://mugeakbulut.com/phd/gorsellestirme/kesme noktalari.pdf, Sorgu no: 23.
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bir noktadan sonra sadece LDA kaynaklar1 yer almaktadir. Ornegin, 65. sorguda pennant
algoritmasi isletildiginde sadece 22 makaleye erisilmektedir (dolayisiyla LDA ¢iktis1 da 22’ye
sabitlenmistir).!” Tiimlesik listede ise 39. siradaki makaleden sonra sadece LDA listesinden
gelen kaynaklar yer almaktadir.

Algoritmalarin Ilgi Degerleri ve Konu Cegsitliligine Gore Karsilastirilmast

Sekil 10 algoritmalarin 65 sorgu i¢in ¢esitli kesme noktalarinda ilgi degerlerinin ortalamalarini
vermektedir. Seklin y eksenindeki “ilgi” degerleri iSearch derlemindeki makalelerin 65 sorgu
icin derece merkeziligine dayanan (centrality-as-relevance) ilgili olma olasiliklarinin
dagilimina goére hesaplanmis olup, tiim makalelerin ilgi degerlerinin toplami 1’°dir (Ribeiro ve
de Matos, 2011, s. 280). Sekil 11 ise farkl1 algoritmalarin ¢esitli kesme noktalarinda eristikleri
makalelerin ortalama kag farkli konu igerdiklerini gostermektedir. Sekil 10°da pennant erisim
algoritmasimin merkezilik degerlerine gore tiim kesme noktalarinda agik ara daha ilgili
kaynaklar1 siraladig1 gozlenmektedir. LDA ve pennant erisiminin birlestirilmesi ile elde edilen
tiimlesik siralama listesi ise merkezilik degerleri agisindan pennant erisime gore daha az ilgili
kaynaklara erigmektedir. Fakat arastirmanin amaci algoritmik olarak tiim yapisal siralamayz,
kelime sikliklar1 ve atiflar1 birlikte degerlendirerek yaratmak oldugundan ilgi (Sekil 10) ve
cesitliligi (Sekil 11) birlikte yorumlamakta fayda vardir. LDA algoritmasi farkli konulardan
caligmalar siralarken, pennant erisim algoritmasi tutarli bir sekilde ilgi degeri yliksek ve benzer
konudaki calismalara ilk siralarda erismektedir. iki algoritmanin birlestirilmesi ile hem
cesitlilik hem de ilgi orani yiiksek bir liste (tiimlesik) elde edilmektedir.

Sekil 10
Algoritmalarin ilgi degerlerine gore karsilastiriimasi (N=65)
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17 Bkz https://mugeakbulut.com/phd/gorsellestirme/liste_konu_grafik_100.pdf (Sorgu no. 65).
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Sekil 11
Algoritmalarin konu ¢esitliligine gore karsilastirilmasi (N=65)
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Daha once de belirtildigi gibi, calisma kapsaminda 6nerilen tiimlesik siralama listesi
kavramsal olarak MMR algoritmasinin ¢iktisina benzemektedir. MMR algoritmasi, ilgi
siralamalarin1 hem sorguyla ilgili hem de cesitlilik oran1 yiiksek olacak sekilde yeniden
siralamak icin de kullanildigindan, bu ¢alismada LDA, pennant ve tiimlesik erisim
algoritmalarinin siralama listelerine MMR algoritmasi uygulandiktan sonra erisilen makaleler
ilgi ve gesitlilik agisindan karsilastirilmis ve farkli algoritmalarin hangi 6zellikleri 6ne ¢ikardigi
saptanmistir. Bagka bir deyisle MMR algoritmasindaki ilgi yeniligi (A=0,5) bu ¢alismada bir tiir
saglama islevi gormiistiir.

Sekil 10 ve 11°deki noktali ¢izgiler ilgili algoritmalarin MMR algoritmasi (A=0,5)
uygulanmis halini temsil etmektedir. LDA algoritmasia kiyasla pennant erisim c¢iktisina
uygulanan MMR’nin daha etkili oldugu gozlenmektedir (Sekil 10). MMR uygulandiginda
kesme noktas1 15 hari¢ tiim kesme noktalarinda daha ilgili kaynaklara iist siralarda
erisilmektedir. Ciinkli pennant erisim algoritmasi benzer konudaki makaleleri tist siralara
yerlestirirken, MMR algoritmasi ise benzer makaleleri, ilgi siralamasinin sonuna dogru itip
farkl1 konularda ama gene de sorguyla ilgili olan makaleleri iist siraya yerlestirmektedir.
Pennant listesindeki makaleler tutarl1 bir sekilde ayn1 konuda oldugu i¢in kesme noktasi arttik¢a
ilgi oranlarinin diismesi normaldir. MMR uygulandiginda ise birbirine ¢ok benzeyen makaleler
alt siralara itildigi ve fakat farkli konularda olan ama ¢ekirdek calismayla en ilgili makaleler tist
siralara yerlestirildigi i¢in neredeyse tiim kesme noktalarinda MMR’nin daha etkili oldugu
gozlenmektedir.

Tiimlesik siralama listesinde ise hem kelime sikliklar1 (LDA) hem ortak atif baglantilari
(pennant erigim) kullanilarak sorguyla dogrudan ilgili makaleler -benzer olanlari alt siralara
itme gibi bir endise olmadan- iist siralara yerlestirilmektedir. Bu listeye MMR uygulandiginda
da iist siralarda daha ilgili kaynaklara erisilmektedir. Fakat kesme noktas1 25’ten sonra ilgi
degerleri tlimlesik algoritmanin eristigi makalelerin ilgi degerleri ile neredeyse aynidir (diger
bir deyisle MMR etkisi yok olmaktadir). Bu durum pennant algoritmasinin tiimlesik listeye
yansimasi olarak degerlendirilebilir. Pennant algoritmasi kesme noktas1 25°e kadar genellikle
benzer konudaki ¢aligmalar ilk siralara yerlestirmis ve kesme noktas1 25’ten sonra ise marjinal
kaynaklar1 siralamaya eklemeye baslamistir. iSearch derlemi yerine atif yogunlugu nispeten
daha yiiksek olan bir derlem iizerinde pennant erisim algoritmasi calistirilsaydi, marjinal
kaynaklarin listeye eklendigi kesme noktasi muhtemelen 25’ten daha biiyiik olacakti.
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Farkli siralama algoritmalarinin  erigilen belgelerin  hangi 06zelliklerini  6ne
¢ikardiklarinin anlasilabilmesi i¢in siralama listelerini bir de ¢esitlilik agisindan incelemek
gerekir. LDA algoritmast sorgularla ilgili ¢esitli konulardan belgelere tiimlesik ve pennant
algoritmalarina kiyasla daha sik erismektedir (Sekil 11). Bu, beklenen bir sonuctur. Ciinkii
farkl belgelerdeki kelimeler arasindaki iliskileri dikkate alan LDA algoritmasi sorgularla ilgili
belgeleri daha ¢ok sayida alt kiimelere ayirabilmektedir. Oysaki belgeler arasindaki ortak
atiflara dayanan pennant algoritmasindaki ilgili konu ¢esitliligi nispeten daha diisiiktiir. Bagka
bir deyisle, salt kelimeler arasindaki iligkiler dolayisiyla LDA algoritmasi sorguyla marjinal
ilgisi olan belgelere erisebilir. Ama sorguyla ilgisi olmayan farkli konulardaki belgelerde ayni
kaynaklara ortak atif yapilmas1 daha diisiik bir olasiliktir.

LDA, pennant ve tiimlesik siralama listelerine MMR algoritmasi uygulandiginda hemen
hemen tiim kesme noktalarinda daha ¢esitli konulardaki kaynaklara en iist siralarda erisildigi
gozlenmektedir (Sekil 11). Fakat pennant siralama listelerine uygulanan MMR algoritmasi
LDA ve tiimlesik siralama listelerininkine oranla ¢ok daha az etkili olmustur. Bunun baslica
nedeni ortak atif analizine dayanan pennant erigim algoritmasinin konuyla dogrudan ilgili olan
ve ortak atif yapilan (yliksek kesin isabet) makalelerin yani sira, konunun sinirlarini genislettigi
(boundary spanning) i¢in seyrek ortak atif yapilan (diisilk kesin isabet) makalelere de
erismesidir. Bu tarz marjinal ilgili makaleler genellikle ortak atif yoluyla baska disiplinlerle
iliski kurulmasin1 saglayan makalelerdir. Bunun MMR'deki karsilig1 ise konusal olarak ilgili
makaleler siralamaya girdikten sonra, ilgili olarak isaretlenenlere daha az benzeyen makalelerin
de siralamaya eklenmesidir.

Ote yandan pennant erisimde ortak atif yapilan makaleler sorguyla ilgiliyse, konulari
ayni olsa bile siralamanin en basina eklenmektedir. Dolayisiyla pennant erisimde MMR
algoritmasindaki gibi daha once erisilen ilgili makalelere benzeyen makaleleri “cezalandirma”
(daha alt siralara itme) kaygisi s6z konusu degildir. Sekil 10’daki pennant erisim ¢izgisinde
kesme noktas1 15°teki ilgi degeri artis1 da bu yiizdendir. Ayn1 konuda olan ve daha ¢ok ortak
atif alan makaleler listenin ilk siralarina eklenmektedir. Pennant erisimde bir makaleye diger
disiplinlerde yayimlanan makalelerden sik atif yapildigi zaman bu makaleler de siralama
listesine iist siralardan girebilmektedir.

Ortak Atf Sayilarinin Algoritmalarin Isleyisine Etkisi

Ortak atif (#f) ve toplam atif (df) sayilar1 pennant erisim algoritmasinin performansini dogrudan
etkiledigi icin siralama listeleri ortak atif esigi belirlenerek ilgi ve g¢esitlilik agisindan
incelenmistir. Esik degerleri her bir sorgu icin pennant erisim algoritmasi uygulandiktan
sonraki siralama listesi kullanilarak belirlenmistir. Biitlin sorgular arasinda pennant ilgi
siralamasi en kisa olan listede (sorgu 60) toplam 22 makale listelenmistir. Bu nedenle tim
sorgular icin ilk 22’°ser makale incelenmis ve siralama listelerindeki ilk 22 makalenin ortak atif
ortalamalar1 (minimum 1, maksimum 67) dikkate alinmistir. Tiim sorgular, erisilen makalelerin
ortak atif sayis1 bes ve daha kii¢iik olanlar (37 sorgu) ve besten biiyiik olanlar (28 sorgu) olarak
siniflandirilarak MMR algoritmasinin tiimlesik siralama listelerine olan etkisi ilgi ve ¢esitlilik
acisindan degerlendirilmistir.

Genelde ortak atif sayis1 arttikca ilgi oranlar1 da artmaktadir. Ornegin, tiimlesik siralama
listelerinde ortak atif sayisi besten biiyiik olan sorgularin ilgi degeri, bes ve daha kiigiik
olanlarin ilgi degerinin ortalama 2,6 katidir (Sekil 12). MMR algoritmasinin pennant siralama
listelerine etkisi kesme noktas1 25’e kadar yliksek iken 25’ten sonra azalmaktadir. Etkinin
neredeyse yok oldugu kesme noktasi 25°te tiimlesik siralama listelerine marjinal olarak
tanimlanabilecek ortak atif aracilifiyla farkli disiplinlerle baglantis1 kesfedilen makaleler
eklenmektedir. Ortak atif say1s1 besten biiylik sorgular i¢in de ayn1 durum s6z konusudur. Ortak
atif ortalamasi bes ve daha kii¢iik olan sorgular icin ise pennant erisim algoritmasinin ilgili
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kaynaklara erisme oran1 daha diisiik oldugu i¢in MMR algoritmasi kesme noktas1 25’ten sonra
da ilgili kaynaklara erismeye devam etmektedir.

Cesitlilik agisindan ise ortak atif sayisi arttikca benzer konulardaki caligmalar ilk
siralarda yer aldig i¢in gesitlilik azalmaktadir. Tiimlesik siralama listelerinde ortak atif sayisi
bes ve besten kiiciik olan sorgularin eristigi makalelerdeki tekil konu sayilar1 besten biiyiik olan
sorgularinkinin 1,4 katidir (Sekil 13). Ortak atif sayis1 besten biiyiik makaleler i¢in kesme
noktas1 10 ve 20 arasinda MMR algoritmasinin etkisinin yiiksek olmasi, muhtemelen pennant
erisim algoritmasinin benzer konudaki caligmalara erismesinden ve bu durumun tiimlesik
siralama listelerine yansimasindan kaynaklanmaktadir. Ilgi acistndan MMR "nin etkisinde tam
tersi bir orilintiiniin gdzlenmesi bu yorumu desteklemektedir. S6z konusu kesme noktalarinda
MMR algoritmasinin etkisi ¢esitlilik acisindan yiiksektir. Ciinkii pennant erisim algoritmasi
ortak atif sayis1 yiiksek oldugu zaman ayn1 konulardaki ilgili ¢aligmalar: tutarl: bir sekilde iist
siralarda listelemektedir. Ortak atif sayisi bes ve besten daha kiicilik olan sorgular i¢in ise etki
daha diisiik olmasina karsin, ozellikle kesme noktast 20’den sonra, benzer bir Oriintii
gozlenmektedir. Tiim sorgular s6z konusu oldugunda da, kolayca tahmin edilecegi gibi,
ortalama bir etki s6z konusudur.

Sekil 12 Sekil 13
Tiimlesik siralama listesi igin ilgi degerleri ve Tiimlesik siralama listesi i¢in konu sayilart
MMR etkisi (ortak atif esigi <=5) ve MMR etkisi (ortak atif esigi >5)
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Genel olarak hem ilgi hem de ¢esitlilik agisindan MMR algoritmasinin etkisi siralama
listelerinin ilk siralarinda gézlenmektedir. Pennant erisim algoritmasi kesme noktas1 25°e kadar
hem ilgili hem de ¢esitli makalelere erismektedir. Kesme noktas1 arttikca MMR algoritmasinin
etkisi de azalmaktadir. Bu noktada MMR algoritmasinin bir yeniden siralama algoritmasi
oldugu ve siralamalardaki ilk 50°ser makale iizerinde isletildigi unutulmamalidir. Dolayisiyla
kesme noktas1 artttkga MMR algoritmasinin etkisinin giderek azalmasi ve kesme noktast 50°de
hig etkisinin kalmamasi beklenen bir durumdur.

Konu modelleme algoritmasinin performansini etkileyen en énemli kriterlerden birisi
olan konu sayis1 derlem biiylikliigii ile dogrudan iligkilidir. Derlem biiyiikligi arttikca
algoritmaya girdi olarak verilmesi gereken en uygun konu sayisi da artmaktadir (Griffiths ve
Steyvers, 2004). Konu sayis1 birkag¢ diizineyi astiginda ise LDA algoritmasi daha az basarili
olmakta ve konularda tutarsizliklar gozlenmektedir (Hecking ve Leydesdorft, 2018). Bu bulgu
LDA ile tutarli konular olusturmak ve giivenilir istatistikler saglamak i¢in biiylik miktarda
veriye (1000 ve iizeri makale) ihtiyag duyuldugu yoniindeki bulgularla ¢elismektedir
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(Leydesdorff ve Nerghes, 2017). Fakat teoride konu sayisinin fazla olmasi, konularin ayrinti
diizeyini de artirdig1 ig¢in tutarsizlik sorunlarinin ortaya c¢ikmasi normaldir. Bu ¢alisma
kapsaminda ihtiya¢ duyulan bibliyometrik veriler de atif dizinlerinde yer aldigindan biiyiik
derlemler s6z konusudur. Biiylik derlemlerde konu sayisi da fazla olacag i¢in tutarsizlik
sorunlart yasanacagl ac¢iktir. Bu arastirmada iSearch derlemi iizerinde yaptigimiz
uygulamalardan elde ettigimiz bulgular Hecking ve Leydesdorff’un (2018) bulgular1 ile
ortiismektedir. LDA i¢in en uygun konu sayist (130) belirlendikten sonra, LDA algoritmasi
calistirlldiginda ilgi siralamasinda ilk siralarda erisilen makalelerin ¢ok ¢esitli konularda oldugu
saptanmistir. Burada s6z edilen konular arXiv konu basliklar1 olup, LDA algoritmasi tarafindan
denetimsiz olarak olusturulan konulardan bagimsizdir. Ardindan pennant erisim algoritmasi ile
erisim ¢iktilar1 daha tutarli hale getirilmistir. Diger bir deyisle LDA algoritmasinin performanst
artirimli olarak iyilestirilmistir (incremental improvement).

Pennant erisim algoritmasi ¢ekirdek makalenin literatiire olan etkisini gézlemeye ve
cekirdek makale ile ilgili olarak en etkili arastirmalari ortaya ¢ikarmaya da imkan vermektedir.
Bu calismada derlem fizik makalelerinden olustugu i¢in etki ile ilgili uzman yorumu
yapilamamigtir. Bunun yerine Danilov’un “Experimental Review on Pentaquarks” baglikli
derleme makalesi (Danilov, 2005) tizerinde pennant erisim algoritmasi ¢alistirilmis ve 202 ilgili
makaleye erisilmistir. Danilov’un makalesine arXiv’deki kaynaklardan 13 kez atif yapilmistir.
Makalenin kaynak¢asinda 49 referans vardir. Ancak bu referanslarin sadece 38’1 iSearch
derleminde “dahili referans” olarak yer almaktadir. Pennant erigim algoritmasi 38 makaleden
37’sine (%97), LDA algoritmasi ise 15’ine (%39) erismistir. Diger bir deyisle 38 makaleyi
temel kaynak olarak kabul ettigimizde, pennant erigim ile artirimli olarak gelistirilen siralamada
LDA’nin kacirdig1 22 makaleye (kaynak makalelerin %58°1) erisilmistir. Benzer bir bicimde
Maron ve Kuhns’un (1960) ¢aligmasina uygulanan pennant erigsim ¢iktisi, Maron ve Kuhns un
caligmasinin bilgi erisim literatiiriinii nasil etkiledigini inceleyen Thompson’in (2007)
kaynakgasi ile karsilastirmis ve %82’°lik bir ¢cakigsma saptanmistir (Akbulut, 2016). Bu bulgu,
calismamiz kapsaminda elde edilen bulgularla benzerlik gostermektedir.

Ortak atifa dayali pennant erigim algoritmasinin derlemdeki en ilgili makalelere eristigi
yoniindeki bulgular, atiflarin 6nemli ve etkili ¢aligmalari bulmada ¢ok dnemli rol oynadiginin
saptandig1 daha onceki arastirmalarin bulgularini desteklemektedir (Huang ve digerleri, 2016;
Huang ve digerleri, 2018; Li ve digerleri, 2017; Zhou ve digerleri, 2017). Ote yandan, pennant
erisim algoritmasi ile elde edilen baglamlarin otomatik olarak etiketlenmesi, gorsellestirmelerin
kapsamliligini biiyiik dlctide artirabilir (Chang ve digerleri, 2009; Nolasco ve Oliveira, 2016;
Ridiger ve digerleri, 2021). Gorsellestirme i¢in pennant erisim diyagramlarindan
yararlanilmas1 kullanicilarin literatiirii izlemelerini kolaylastirilabilir (Akbulut ve digerleri,
2020). Bunun disinda yayin yil1 bilgileri de hesaplamalara dahil edilerek 6rnegin popiilerlik ile
ilgili 6zellikler de eklenebilir.

Bu arastirma olasiliksal konu modellemesi ile olusturulan ilgi siralamalarinin atiflara
dayanan pennant erisim yontemiyle artirnmli olarak iyilestirilmesine yonelik olarak yapilan
bildigimiz kadariyla ilk ¢calismadir. Calismanin bulgulari, LDA algoritmasi ile pennant erisim
yonteminin biitiinlesik olarak kullanildiginda, ilgi ve ¢esitlilik oran1 maksimize edilmis erisim
ciktilar1 elde edilebilecegini gostermektedir. Calismanin en 6nemli sinirliligi ise sadece fizik
makalelerinin bulundugu bir derlem iizerinde yapilmis olmasidir. Oysaki atif Oriintiileri, 6zet
uzunluklari, yazar sayis1 gibi etmenler bilimsel alanlara gore farklilik géstermektedir (Samraj,
2005; Liu ve Fang, 2020). Bu yiizden ayn1 yontemin farkli alanlarda uygulanmasi; atif bilgileri,
tam metin ve 0zet bilgileri, konu siniflar1 ve uzman degerlendirmesi (sorgu-makale ilgisi) iceren
derlemler iizerinde ¢aligilmasi gerekmektedir.
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Arastirmanin bulgular1 6nemli 61¢iide MMR algoritmasinin farkli siralama algoritmalari
tizerindeki etkileri incelenerek yorumlanmistir. Farkli siralama listelerinin ilgi ve ¢esitlilik
oranlarinin fizikg¢iler tarafindan yorumlandig1 benzer ¢alismalarin yapilmasinda fayda vardir.

Sonug¢ ve Oneriler

Arastirma sonuglarina gore, kelimeler arasi iligkilere odaklanan LDA konu modelleme
algoritmasi ile olusturulan ilgi siralamalarinda ilk siralarda ¢ogunlukla marjinal ilgili belgeler
yer almaktadir. Ote yandan, ortak atif analizine dayanan pennant erisim algoritmasi makalelerin
baglami ve ilgi diizeyi hakkinda 6nemli ipuclar sagladigi icin, ilgi siralamalarinin basglarinda
tutarli bir sekilde benzer konudaki ve sorguyla yakindan ilgili ¢alismalar yer almaktadir.
Pennant erisim ile sonradan eklenen marjinal ilgili makaleler genellikle daha az ortak atifi olan
ve bagka disiplinlerle iligki kurulmasini saglayan makalelerdir. Ama bu tarz ¢aligmalar arama
yapilan konu ya da terimle hala ilgilidir. Dolayisiyla LDA algoritmasi pennant erisim
algoritmasi ile desteklendiginde hem sorguyla en ilgili makalelerin hem de seyrek ortak atif
yapilan marjinal makalelerin yer aldig1 ilgi siralamalari elde edilmistir. Bagka bir deyisle erisim
ciktisinda hem arama yapilan konunun sinirlari genislemis hem de erigilen makalelerin sorguyla
ilgi oranlar1 artmistir (bkz. Sekil 10 ve 11).

Onerilen siralama ydnteminde tiimlestirme asamasinda her iki algoritmadan elde edilen
skorlar normalize edilerek kullanilmaktadir. Dolayisiyla bir sorguya karsilik erigilen
makalelerde kelime sikliklarinin olasiliksal dagilimlarinda baskin bir Oriintii  varsa
tiimlestirilmis listede “LDA baskin”, ortak atif yogunlugu yiiksek bir oriintii varsa “pennant
baskin” bir yap1 gozlenmektedir. Bu agidan 6nerilen yontem kelime siklig1 ve atif bilgilerini
orijinal yapiyr koruyacak sekilde biitiinlestirmektedir. Onerilen ydntemde sistematik
birlestirme yapis1 olmadig1 i¢in bu yontem benzer amaci olan diger algoritmalardan (6rnegin,
MMR) ayrilmaktadir.

Bulgular makalelerin baglik ve 6zet bilgileri ile bibliyometrik bilgilerin bir arada
kullanilarak alternatif ve kisisellestirilebilir 6zellikte ilgi siralamalar1 olusturulabilecegini
gostermektedir. Calisma kapsaminda konu modellemesi makalelerin sadece 6zet ve baslik
boliimlerine uygulandigi igin siire¢ hizlandirilmis, seyrek bir atif aginda bile istenen 6zellikte
listeler elde edilebilmistir. Bu sonuglar 6nerilen yontemin atif veri tabanlarina entegre edilerek
literatiir taramalar1 i¢in uygun listeler elde edilebilecegini gostermektedir.

Calisma kapsaminda sadece ilgi siralamalarinin daha da gelistirilmesi {izerine
odaklanilmistir. Bunun 6tesinde 6nerilen yontem i¢in farkli senaryolarla gecerlik ve uygunluk
degerlendirmeleri yapilmasinda fayda vardir. Algoritmalarin degerlendirmesi ile ilgili en
onemli kavramlar hesaplama (computation), dinamizm (dynamism), saglamlik (robustness),
tekrarlanabilirlik (replicability) ve 6l¢eklenebilirlik (scalability) olarak siralanabilir (Ballester
ve Penner, 2022). LDA da dahil olmak iizere metin isleme algoritmalarinda hesaplama
acisindan “hesaplama zamani” ve “bellek alan1” olmak {izere iki 6nemli zorluk bulunmaktadir.
Problemin boyutu biiyiidiikge bunu ¢6zmek i¢in gerekli hesaplama zorlugu da ¢ok hizli olarak
artmaktadir. Islemin iistelligi problemini agmak icin sorunu basite indirgeyerek daha az
hesaplama giiciiyle ¢6zebilmek ve islem sonuglarin1 sonradan da kullanabilmek i¢in daha az
bellek gerektiren bir ortamda saklamak onemlidir (Mahajan ve digerleri, 1999). Bu agidan,
Onerilen yontemde LDA’nin tam metin yerine 6zet ve basliklara uygulanmasi hesaplama
stiresini azaltmistir. Ayrica her iki algoritmanin ilgili belgelerin farkli 6zelliklerini 6n plana
cikardig1r gosterilmistir. Dolayisiyla yeniden siralama agisindan tek tek makaleler icin
hesaplama yapilmasi yerine, bir kez siralama degerleri hesaplandiktan sonra sadece iki
algoritmadan birine agirlik verilerek istenen yapida ilgi siralamalar1 olusturulabilir.

Onerilen ilgi siralamas1 yontemini duragan bir derlem (iSearch) iizerinde test etmemize
karsin, bu yontemin zamanla dinamik yapidaki atif dizinlerinde de kullanilabilecegi
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kanisindayi1z. WoS gibi biiylik dl¢ekli atif dizinlerinde siirekli yeni makale girisi oldugu i¢in
ilgi degerlerinin atif iligkileri dikkate alinarak anlik olarak hesaplanmasi s6z konusudur. LDA
algoritmasinda yeni gelen c¢alismalar i¢in yeniden hesaplama islemi ortak atif verilerinin anlik
olarak hesaplanmasindan daha da maliyetli olabilir. Onerilen yéntemin dinamik bir yapida nasil
isleyeceginin test edilmesi hem dinamizm hem de hesaplama yiikii agisindan 6nemlidir.

Saglamlik konusunda algoritmalara girdi olarak kullanilan derlemlerde kasitl
eksiklikler ve farkliliklar yaratilarak farkli senaryolar ile deneyler yapilabilir. Ornegin, cok dilli
ya da atif yogunlugu farkli bir derlem iizerinde hangi algoritmanin daha iyi isledigi, onerilen
yontemin basarili bir bicimde c¢alisip calismadigi test edilebilir. Olgeklenebilirlik ve
tekrarlanabilirlik konularinda ise iSearch derleminden farkli 6rneklemler secilerek algoritmalar
tekrar caligtirilabilir ve Onerilen yontemin farkli biiyiikliikteki derlemler iizerinde benzer
performans gosterip gostermedigi test edilebilir.
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Ek 1. LDA Konu Modelleme Algoritmasinda Konu Sayisim1 Belirlemek icin Kullanilan
Olgevler

LDA konu modelleme algoritmasini ¢alistirmadan 6nce konu sayisinin parametre olarak
girilmesi gerekir. Bu amagla arastirmada dort farkli 6lgev kullanilmistir. Bu 6l¢evlerden ilkinde
LDA’nin konu-terim ve belge-terim matrisi ¢iktilarindan olusturulan dagilimlara bakilarak
uygun konu sayist belirlenir (Arun ve digerleri, 2010). Uygun konu sayisina ulasildiginda
varyansin Onemli Ol¢lide azaldigindan hareketle dagilimlar simetrik Kullback-Leibler
raksakligi (KL divergence)'® cinsinden hesaplanir. Burada LDA algoritmasi Belge-Terim
Siklik Matrisi M'yi T * W diizeyinde bir konu-terim (Topic-Word) matrisi M;’e ve Belge-Konu
(Document-Topic) matrisi M>'ye bolen negatif olmayan bir matris c¢arpanlara ayirma
mekanizmas1 olarak islev gorlir. M; matrisinin tek deger dagilimlarinin (singular value
distribution) simetrik KL 1raksakligi ve L * M, vektoriinlin dagilimi hesaplanir. Derlemdeki (C)
belge sayisi d, terim (kelime) dagarciginin boyutu ise w ile temsil edilmektedir (Ek 1, Formiil

D).
Cd*w = Mld*t X Qt*w (1)

Bolmenin kalitesi segilen optimum konu sayisma () baghdir. Olgev, bu matris
faktorlerinden tiiretilen dagilimlarin simetrik KL 1raksakligi cinsinden hesaplanir. Optimum
olmayan sayida konu i¢in sapma degerleri daha yiiksektir (Arun ve digerleri, 2010, s. 391-392).

Ikinci 6lgevde de benzer bicimde konular arasindaki ortalama kosiniis mesafesi
minimuma ulastiinda LDA modelinin en 1yi performansi gosterdigi varsayilmaktadir (Cao ve
digerleri, 2009). Konular (T;,T;) arasindaki mesafe konular lizerine kelime atamasi
yapilmasinin anlamli olup olmadigi hakkinda bilgi vermektedir. Konular arasindaki
korelasyonu 6lgmek i¢in standart kosiniis mesafesi kullanilmaktadir (Ek 1, Formiil 2) (Cao ve
digerleri, 2009, s. 1778).

ZK:O Tivij

{ 2
vV Ezo(Tiv)z Ezo(ij)z ( )

Formiil 2’de korelasyon(Tl-,T]-) degeri kiigiildiikce konular da birbirinden daha
bagimsiz ve ayrik olur. Konu yapisinin kararlilifini 6lgmek icin her konu ¢ifti arasindaki
ortalama kosiniis mesafesi kullanilir. Tlk iki 8lgev i¢in skorlar minimum oldugunda ilgili derlem
icin en uygun konu sayisina ulasilir (Holliger, 2018).

korelasyon(Tl-, T]) =

Uciincii 6lgev olan gizli kavram modellemede [Latent Concept Modeling (LCM)]
konular arasindaki farklilik degerlerinin maksimuma ulagmas1 esastir (Deveaud ve digerleri,
2014). Bu yiizden konu ¢iftleri arasindaki uzaklik maksimize edilir. LDA’nin konularinin en
yliksek olasilikli n kelimeden olustugunu g6z 6niinde bulundurarak, verilen bir fonksiyon i¢in
en biiyiik n degeri elde eden top—n argiimani iireten bir argmax|[n] operatorii tanimlanir (Ek
1, Formiil 3). Bu operator kullanilarak, k konusunda Pry, (w|k) = ¢y, ,,, olasiligi en yiiksek olan
n kelimenin W, kiimesi elde edilir (Deveaud ve digerleri, 2014, s. 66-67).

Wy = argmax[n] ¢y (3)

w

18 Kullback-Leibler raksaklig1 iki olasilik dagilimi arasindaki farki 6lgmektedir.
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LDA konularinin tiim giftleri (k;, k;) arasindaki bilgi sapmasini (D) maksimize ederek

sorgunun gizli kavramlarinin sayisi tahmin edilir. Tahmin edilen K kavramlarinin sayisi
asagidaki Ek 1, Formiil 4’e gore hesaplanir (Deveaud ve digerleri, 2014, s. 67)

_ 1 ,
K= arg;naxm z D(k”k ) (4)
(k,kHETK

Formiil 4’te LDA’ya girdi olarak verilen konu sayisi ve Ty, LDA tarafindan modellenen
K konu kiimesidir. Baska bir deyisle, K, LDA’nm en daginik konular1 modelledigi konu
sayisidir.

Dordiincii 6l¢evde ise konu sayisi ¢ikarimi i¢in Markov zinciri Monte Carlo algoritmasi
ve Bayes modeli birlikte kullanilir (Griffiths ve Steyvers, 2004). Olcevde kelimelerin konulara
atanmasinda sonsal dagilim (posterior distribution) dikkate alinir ve tahminleme yapilir. Bu
stirecte yinelenen rastgele 6rneklemeyi kullanan performansi yiiksek ve hizli bir hesaplama tiirii
olan Monte Carlo algoritmasi tercih edilmistir. Bu 6lgevin teknik ayrintilari i¢in bkz. Griffiths
ve Steyvers (2004).

LDA konu modelleme algoritmasina girilecek konu sayisin1 belirlemek i¢in kullanilan
ve yukarida kisaca agiklanan dort dlgev ve her Olgev igin verilen formiiller kullanilarak bu
aragtirmada konu sayisinin nasil hesaplandigir R ile yazilan kodlarda daha ayrintili olarak
verilmektedir.
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